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ABSTRACT

In this work we derive a fast algorithm to compute the exact likelihood function of periodic
VARMAX processes. Its computational efficiency is achieved by combining 2 minimal
dimension state-space formulation, in steady-state innovations form, and a procedure for
computing the exact likelihood function which takes advantage of the properties of this
representation. The algorithm can be applied to stationary and non-stationary models, allows
for deterministic and/or stochastic exogenous variables and makes easy the computation of the
exact second-order moments of the estimates. On the other hand, our approach includes
representations not considered by the literature, like multivariate periodic processes, and
allows for nonhomogeneous dynamic structures and different number of observations in each
season. Besides, it can be applied to any model with deterministic parameter variation, Some
results with simulated data illustrate the good behaviour of the algorithm.

RESUMEN

En este trabajo se deriva un algoritmo ripido para evaluar la funcién de verosimilitud exacta
de procesos VARMAX periddicos. Su eficiencia computacional se consigue combinando una
formulacién de dimensidén minima en espacio de los estados, en forma Steady-state innovations
¥ un precedimiento para evaluar Ja funcidn de verosimilitud exacta que aprovecha las
propiedades de esta representacion, El algoritmo es aplicable a modelos estacionarios ¥y no
estacionarios, con vatiables exdgenas estocdsticas y/o deterministas y facilita el clcuto de los
segundos momentos exactos de las estimaciones. Per otra parte, la representacion utilizada
permite tratar casos 1o considerados en la fiteratura, come procesos periédicos multivariantes,
y admite estructuras dinimicas no homogéneas y muestras con distinto nfimero de
observaciones en cada estacién. Asimismo, es inmediatamente aplicable a cualguier caso de
variacion paramétrica determinista. Algunas pruebas con datos simulados ponen de manifiesto
el buen funcionamiento del algoritmo.
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1. lntroduccion.

Como es bien sabido, la estimacién por méxima verosimilitud exacta de modelos
econométricos de series temporales puede abordarse aplicando el filtro de Kalman a su
representacion equivalente en Espacio de los Estados (EE) (Gardner ef ol., 1980; Terceiro,
1990). Esta aproximacién tiene distintas ventajas, derivadas de su capacidad para resolver
problemas de estimacion en situaciones estindar y no estdndar. En este trabajo se aplica este
enfoque a la estimacién por madxima verosimilitud exacta de modelos periddicos.

Los modelos con variacién paramétrica estacional son itiles para modelizar y predecir
series estacionales (Noakes et al., 1985). Sin embargo, su estimacién es mds compleja y
costosa que la de modelos ARMA estacionales, sobre todo por s elevado miimero de

parimetros.

Pagano (1978) aborda la estimacién de modelos periddicos autorregresivos (PAR)
mediante el método de los momentos. En la misma lfnea, Salas et af. (1982) utilizan las

ecuaciones de Yule-Walker estacionales para estimar modelos PARMA.

Como indica Vecchia (1985), una manera de estimar un proceso PARMA consiste en
obtener su representacién equivalente en forma VARMA y estimarlo por mixima
verosimilitud. El inconveniente de este procedimiento es su elevado coste computacional, tanto
en términos de almacenamiento como de tiempo de calculo. Por ello, este autor sugiere un
métode computacionalmente eficiente que, sin embargo, no proporciona estimaciones exactas
cuando el modelo incluye factores autortegresivos. Li y Hui (1988) resuelven esta deficiencia
derivando un algoritmo de méxima verosimilitud exacta para modelos PARMA estacmnanos
que extiende fos resultados de Mcbeod (1975) al caso pcnodlco SRR ’

: 'permmendo estunar sunultaneameme el orden del proceso ¥ sus pardmetros.

Los métodos mencionados en los pérrafos anteriores: a) sdlo contemplan el caso
univariante y estacionario, b) no consideran la posible existencia de variables cxégenas en el
modelo, ¢) suponen el mismo mimero de ohservaciones por estacién y d) cuando no todas las
estaciones presentan la misma estructura dindmica incurren en ineficiencia, ya que necesitan
aumentar artificialmente la dinimica del sistema.

En este trabajo se propone una forsulacidn generalizada - proceso VARMAX periddico
o PVARMAX - que evita la mayoria de estas limitaciones. Asimismo, se desarrolla un
algoritmo computacionalmente eficiente para estimarlo por mAxima verosimilitud exacta. La
eficiencia se consigue combinando una representacién de dimensién minima en EE en forma
steady-state innovations, y un algoritmo para evaluar la funcion de verosimilitud exacta que
aprovecha las propiedades de convergencia det filtro de Kalman en este tipo de modelos.

El uso de una representacién en EE tiene ventajas adicionales, ya que facilits Ia
aplicacién de resultados existentes para tratar modelos estacionarics 0 1o estacionarios, con
variables explicativas estocdsticas y/o deterministas (Casals y Sotaca, 1997), detectar
automndticamente rafces unitarias y calcular los segundos momentos exactos de las estimaciones
(Terceiro, 1990 y Apéndice).

La estructura del atticulo es Ja siguients. En la Seccién 2 se define el proceso
generalizado PVARMAX. En la Seccién 3 se deriva su formulacisn de dimensién minima en
EE y se establece un conjunto de condiciones necesarias y suficientes de estacionariedad e
invertibilidad. La Seccién 4 presenta un algoritmo eficiente para evaluar la funcidn de
verosimilitud exacta de un modelo PVARMAY en EE, siguiendo a De Yong (1988). En la
Seccitn 3 se resume la estructura del algoritmo y sus principales propiedades. La validez del
procedimiento se comprueba en la Seccién 6, simulandoe modelos andlogos a los wtilizados por
Liy Hui (1988) ¥ Vecchia (1985), en el caso univariante, y estructuras comparables en e] caso
multivariante. Finalmente, en la Seccin 7 se resuren las conclusiones del trabajo v en ei
Apéndice se deriva la matriz de informacidn exacta de un proceso PYARMAX, asf como la
forma de calcularla eficientemente.
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2. Definicion del proceso PVARMAX.

Sean {z,} un vector (mx 1) de series temporales estacionales y {(,} un vector (rx1) de
variables exdgenas, determinisias y/o estocdsticas de tamafio N. Se dice que {z,} sigue un
proceso PVARMAX (p,.¢.8), ¥i=1,2,....5, donde § es el nitmero de pericdos muestrales que
forman una estacién completa, si:

F(B)z, = G(B)u, - (B)a, 0
siendo
F(B) =1+F, B+F,B"+. +FB" @
©(B)=1+©,,8+6 8>+ +8 B" 3)
&
G(B) =G, + G, B+G, B +. . +G,B @)

¥, para una muestra de tamafio ¥, los coeficientes cambian de acuerdo con una ley de

variacion determinista de perfodo S:

F(B) = F_(B); G(B) = G,_(B), §(B) = 8_.(B) 5
E(aa") =3, ;% =%, t=1,2,.,N (6)

A los parimetros de F (B} se les denomina parimetros AR estacionales, los de Gi(B)

son los pardmetros MA estacionales y los de I, son las varianzas estacionales del error.

Por tanto, un proceso PYARMAX puede interpretarse como un modelo VARMAX con
matrices de coeficientes que cambian en el tiempo de forma periédica (ver Liitkepoht, 1993),

El modelo (1)-(6) incluye como casos particulares las formulaciones periddicas
convencionales. Por ejemplo, un proceso PARMA(p,,q), es un caso particular de (1)-(6) con
ma=<1y §=0. Bs decir:

L SBY e mE %

CSABY =L wf B+, B .+ [ B™ ®
6(By=1+8,,B+8 B+  + Br‘qu' %

f(B) = £ (B); 0,(B) = 6, (B), E(aa)) =0, o = o],t=1,2,..N (10)

3. Formulacién en EE de un proceso PVARMAX. |

81 se abordara directamente la estimacién de un modelo en la forma ¢ 13-(4) ¥ no todas
ias estaciones presentaran la misma estructura dindmica, el procedimiento incurtitia en la
misma ineficiencia computacional que los procedimientos convencionales. En esta seccidn se
discutird una norma para representar el proceso en forma de EE que garantiza que la dindmica
€s la minima imprescindible.

Las ecuaciones (1)-(4) pueden representarse en forma de EE como:

X, = Ox, +Tu + Ega (1
zt = H;xl + Dfu.t + at (12}

donde el vector de perturbaciones a, tiene una matriz de covarianzas Cyv®. 1, E Hy
D, son matrices de tamafio (., Xn,), (A, X7, (B, %Xm), (m X}y (mxr), respectivamente,
que cambian en ¢l tiempo de acuerdo con una ley de variacién peritdica @ =0, F-T,
E=E,,, H:=II;+:' D=D, y @ =0, 1=12..N

Las expresiones (11)-(12) caracterizan un modelo en EE en forma Steady-state
innovations. Como se verd en [a seccidn 4, cuando se aplica el filtro de Kalman para evaluar
la funcion de verosimilitud exacta de este tipo de modelos, presenta propiedades de
convergencia que pueden aprovecharse para aumentar sustancialmente su eficiencia

computacional,

Para determinar la relacién entre el modelo (1)-(4) y las matrices de (11)-(12) conviene
distinguir entre el caso en que los s modelos tienen una misma estrectura dindmica, aungue sus
pardmetros puedan ser distintos entre si, y aquél otro en que la estructura dindmica
correspondiente a distintas estaciones es diferente.

3.1. Formulacidén cuando todos los modelos tienen 1a misma estructura dindmica.

Cuando los modelos de todas las estaciones tienen la misma estructura dindmica, se

cumple k£ =k, Vi=12,. 5, siendo & = méx {p,.9,.8,!. Eneste caso, la norma de conversién
del modelo (1)-(4) a 1a forma (11)-(12) es:




' F, 10 o G,-F,G,
FL, 0T 0 Gz Fin2G., {13}
P = S A :
’Fuk-u—n 00 .7 Gy 2k-1 thm-z,k'!Gr‘ﬁ
Fpay 00 0, Crotrn Frope 146G J
j et.l —Fm
‘ em,szm.z
E = JH,=[lo 0:D,=G,.0 =R =S5 =Eaa
6, 2kt " Frana
! era-iJFFrm—l.k (14)
donde ¥, ;.\ = Fpjniurs Grpju = Grjusjrs Grggar = Oppjogjns W=01, 1.

Ejemplo. 8i s = 3 y la estructura dindmica en cada estaci6n estd caracterizada poar un
proceso AR(1). La representacidn convencional del modelo PAR,(1) es:
zr’l =fI,]zz * aﬁ!

2y = JanF * G (15)
zha zj;.izn‘z ., I=0’3’6""

¥ la representacién de cada uno de estos modelos en EE es, respectivamente:

Loy T Xy YO, (16)

Y =¥ Y%

ZJ*I = xhz * a!r2 (17)
Xy = hanXen * 1080,

Ziy 5 xr+3 + .3 (18)
¥a = Jia%ea *ha%a

3.2. Formulacién cuando no todos tos modelos tienen Ia misma estructura

dinamica.

Cuando los s modetos no tienen la misma estructura dindmica ky#k# 2k, 1a norma
de conversion {13)-(14) es vilida. sin mds que ampliar artificialments la dindmica para que
todas las estaciones tengan la misma estructura. Fl problema es que la aplicacidén de {13)-(14)

da lugar a una representacién en EE de dimensi6n no minima.

En ia representacion en EE de dimensién minima el nimero de filas de D, es
n.y = my (k +k’), donde:

5=t

@ |

1 &' es la parte entera de

I si k-k"s2j-t cuando j>t
(19
2 B owd 1 s k-k'sej+s—s cuando jef

2 ’ :

0 en caso contrario

siendo ficil comprobar que #,,, =y V6= 12, N Ta norma de conversitn para oblener
una formulacién de dimensién minima consiste en eliminar los estados redundantes, es decir,
aquéllos que no estén afectados por ningtin input observable ( ) o Ro cbservable (a,) La
forma de construir fas matrices &, 'y E es la sipuiente. Sea & = maxik!}, Wi=12, .5,
Entonces, si &, 2/ para j=1.2, _k:

1} La matriz T' se construye afiadiendo los bloques de filas [Gy-F iG]
2) La matriz E se construye afiadiendo los bloques de filas {OEW.—FH_,. 1

3) La matriz @ se construye anadiendo los bloques de filas {-F, 0.0)

0

0
Si k_>j para f=12, .k, se afiaden & la matriz ® las columnas e

I

Ejemplo: Sis =3,k = 6, k, = 1y k, = 1. Siguiendo la norma de conversién (13)-

(14), 1a representacién en EE de dimensién no minima es:




[-Fy 10000 F, 10000 -F, 10000
F, 01000 F, 61000 “Fp 01000
q)lz-FHOGIOO;CDz:ﬁF2300100;¢3=—F330010(}
“Fy 00010 F, 00016 “Fy 000170
-F,; 0000 1 F, 00001 “Fy 6000 I
-Fig 00000 Fg 00000 -Fis 00000
20)

y 1a apiicacién de Ia regla (19) elimina los estados redundantes, proporcionando ias siguientes

matrices con dimension minima:
-F, 00

= ~F12 Io , @
Fi 0 1)

@, 2 3 = 1)

F, 0
. -F, 19
=\ F I ;@
-F, 001
F; 0
La aplicacitn del método descrito para eliminar estados redundantes hace que en la matriz ® ;
dada en (21) desaparezean las filas que contienen F, Fyy, F, ¥ Fy, y las columnas 2, 3, 5y 6.

En®, se eliminan Ias filas asociadas a Fyy, Fiy ¥y Fy y las columnas 2, 4 y 5. Finahnente,
en @, desaparecen las filas correspondientes a Fy., Fy, Fyi y Fy ylascolumnas 3, 4y 6.

3.3. Condiciones de estacionariedad e invertibilidad.

Las condiciones de estacionariedad ¢ invertibilidad de un proceso periédico suelen
caracterizarse a partir de la representacién VARMA equivalente de pardmetros fijos (ver, por
cjemplo, Franses y Paap, 19%4; Osborn, 1991; Boswiik y Franses, 1995). Procediendo de la
misma forma, parz caracterizar las condiciones de estacionariedad de un proceso PVARMAX

se escribe la ecuacién de estado (11) en la forma equivalente:

T (P P g B)x, + E [(H ‘I)hs—_,r)( ity t Bg@p] 22)

i=f =i

cuyas matrices no cambian cada s periodos debido a la ley de variacion: ¢,=®, ., I,-T,.,
E=E,_, t=1,2,.,N. Una vez escrito el modelo en la forma (22)-(12), se dice que es ciclo-

frs?

estacionario si todos los autovalores de ia matriz @ = H ®, 4+ 50m, en médulo, menores
i=

que la unidad (ver Anderson y Moore, 1979).

Para caracterizar las condiciones de invertibilidad del modelo PVARMAX, es
conveniente utilizar su representacién equivalente VARX(=}. En concreto, ¢l modelo (11)-(12

puede escribirse como:

H, I,r
xr+l =5‘xf+l hed +F' u':’l +E_‘ z‘__l {23}
(RIS zaflfs
", Z,
zﬁl I{lf! E)‘xl»l £ Hlﬂ P‘ u‘-l +IIH1E_' z!_x +Dfu +at¢1 (24}
uniws znl—s

en donde:

5‘:(¢1_ErHr)(q)f i E H l) ((I) ~14s tlﬂ'H-lﬂ')
={E,, (‘Dt - E;‘Hr)Er-l , ((I)‘ -EH) (q)i—l - Et—IH;ﬂ)Er-z 1o

5-2
II (q)r-i AEf*i‘Erlq‘)Enl --;]

= [T, (®,-EH)T, ,,(®,-EH)(®, ,-E H_)T.,

5-

H(‘I'“ ~E _H 'd,} conI‘ I',-ED,

f]’

Puesto que la ecuacidn (24} puede interpretarse como un proceso VARX (=} sustituyendo
recursivamente x , = por su expresién (23), resulta inmediato ver que para que los valores
pasados de {z,} tengan un efecto decreciente sobre el valor actual (concepto habitual de
invertibilidad) debe cumplirse que los autovalores de @' sean menores en médulo que la

unidad.




4. La funcion de verosimilitud exacta de un modelo PVARMAX.

Supongamos que a) Ia matriz de observaciones Z = (2,2, .2} ha sido generada por
el modelo (11)-(12}, b} las perturbaciones w, ¥ ¥, y ¢l estado inicial x, son independientes y
siguen una distribucién normal y c) x; tiene una esperanza desconocida, X, .y una matriz de

covarianzas, P, también desconocida.

En estas condiciones, la funcién soporte de verosimilitud puede expresarse como {ver
De Jong, 1988):
=T = & il Tp-1
KZiU.8) = iog| Py} + &'P'%, + Y logIB,| + ¥, £7B, 'z, + 25
r=1 =1
vlog| P+ Wyl - [P, « w IR + W (PR, + wy]

Ta evaluacién de (25) puede realizarse en tres fases claramente diferenciadas: a) cilculo
de £, y B,, b) cilculo de wy y W, y ¢) determinacidn de las condiciones iniciales x yP.

Los valores de £, y B, pueden obtenerse propagando un filtro de Kalman a partir de un
estado inicial y una incertidumbre asociada nulos, proceso que denotaremos a partir de ahora
FK(0,0). Esto da lugar al siguiente proceso recursivo:

Coerte = P Xy + T, v Kz, (26)
£ =1,-H%,, - Da, en
B =0, (28)
K =E, 29
P 0 (30)

e

en donde la expresion (26) propaga la estimacion optima del vector de estado contando con la
informacién disponible hasta el instante anterior. Las ecuaciones (27) y (28) calculan las
innovaciones, interpretables como errores de prediceién a horizonte un periodo, y su matriz de
covarianzas, respectivamente. La ganancia dptima del filtro viene dada por (29). La ecuacién
(30) indica que P =8esun punto fijo de la ecuacidn de Riceati del filiro de Kalman, propiedad
asociada a los modelos en forma steady-state innovations (ver Anderson ¥ Moore, 1979} y que

complen, por tanto, los modelos PVARMAX expresados en la forma (11)-(12).

Por su parte, el vector Wy ¥ la matriz W, se calculan mediante las TECUTSiones:

IT o Tp de
wo=w, @ H B 35
T pyTp-lyy =
]_’V: =W+ (I’HH__: B, ‘!H:'D; 1 (32
@ = (2 - KH)® , (33

dorde w, y W, se iniciatizan a cero, &)ﬂ = I'y K, ¢s la ganancia de un FX(0,0).

La eleccién adecuada de condiciones iniciales (EI y P,) para la evaluacién de (25)
dependerd de si el modelo es estacionario o no y de si sus variables exdgenas son deterrninistas
y/o estocdsticas (ver Casals y Sotoca, 1996} En el Cuadro 1 se resumen los resultados

fundamentales, haciendo referencia a la representacion de coeficientes constantes 22)-(12):

Cuadro 1: Injcializacion del filtro de Kalmag para ¢l calculo de la funcién de verosimilited
exacta de modelos PVARMAX.

Sin inputs Con inputs deterministas Con inputs
estocisticos
Modelos x, =0 X =l d)')”l'"ua
estacionarios P,: solucién de P, : solucion de
P =0P(PY + 0™ P =@®P(dY + 0"
Modelos no _ X, +0, P10
=0, P 1=y ¥, « 0P =9 SR
estacionarios ¢ ! X # 087 =0
Modelos F 0P g _ ;
Y . .
parcialmente 1o v 08700
estacionarios

" Ver Ca,sj_ats ¥ Sotoca (1996).
5 E ) ¥

= . hd . 3 5=
¢ = I} q):‘j'f,!; I = 2;; (];[ @H,I)I‘l.y Q = E [(H ¢:j+f}(EfQiE(T)(H ‘I)s_jd)r]
*** Ver D¢ Jong y Chu-Chiin-Fin (1994). i G o

En los siguientes subapartados (4.1-4-3} se discute Ja evaluacién eficiente de (25) en
funcién de Ia estacionariedad o no estacionariedad del proceso y, consecuentemente, de la

seleccion de condiciones iniciales.




4.1. Modelos PVARMAX estacionatios.

Si el modeio es estacionario y no tiene variables exGgenas, la inicializacién adecuada
del filtro de Kalman consiste en fijar ; = 0y sumatriz de covarianzas P, en la solucién de
la ecuacidn de Lyapunov correspordiente a (22), ver Cuadro 1. Por tanto, la expresién (25}
se convierte en:

N N
HZ/U0)=log [Py} +3 log! Q] +Y 470, 4, +log | Py + Wyl ~w TP+ W |
1= 1=f
34)

donde wy y Wy se calculan a partir de LR A ff)f_IH,TQ,'Ii, y
W, =W, + ® HTQ B, siendo &, = (@, - EH)S, , con B, = I).

SiMesel factor Cholesky de P, entonces P, = MMT, |P,] = |MMT| = M2y
loglP;| + log| PI Wyl =logif + M7 W, M| Por tanto, (34) puede escribirse como:

N N
HZIU,O)=log [T+ M "W M|+ 3 log| Q1+ 3 270, 2 -wy MUI+MTW, M) M T,
i=f ‘=]
(35)

8i L es el factor Cholesky de I + M'WM, tal que ¢I + MTW MY* = (LLT)?  es

posible resolver el sistema de ecuaciones LA = M Ty y recursivamente hacia atrds y (35) se

convierte en:
N N
UZIU.8) = oL + 3 log|@f + ¥, 270,72 - AT (36)
=] i=f

¥ suponiendo que N, es el mimero de observaciones de la estacién i-ésima LY que Z N, =N
(siendo N el nimero total de observaciones en la muestra), el término E log| Q'f de (36)
puede calcularse como Z Niogl@|.

Si el modelo es estacionario ¥y contiene variables exégenas, sean éstas deterministas o
estocdsticas, la funcién de verosimilitud sigue siendo (25), pero el filiro de Kalman debe
inicializarse de forma distinta, ver Cuadro 1.

11

4.2. Modelos PYARMAX no estacionarios.

Si el modelo no es estacionario y no tiene variables exdgenas, las ecuaciones del filtro
de Kalman siguen siendo (26)-(30), pero deben inicializarse con =0y P]l’I = 0, lo que
equivale a establecer P, = &1 siendo & una constante arbitrariamente grande. En este caso, el
limite de la distancia /(Z/7/.0) - log {P,| cuando P, tiende a infinito es:

5 N
Y NloglQ| + Y870z, + log| Wyl - wiwtw, @
=1 =1

y s6io es posible evaluar {(37) para el caso no estacionario, donde Wy ¥ W, se obtienen, de
nuevo. a partir de (31)-(33), sabiendo que B, = QyK=E Vi=12 _N.

En modelos no estacionarios con variables exdgenas, Ia condicidn inicial X, es distinta
de cero v su expresion dependeri del cardcter determinista o estocistico de los inputs, ver
Cuadro 1.

4.3. Modelos PVARMAX parcialmente no estacionarios.

Siel modelo es parcialmente no estacionario y ro contiene variables exégenas, algunas
raices de @ = H ®, .., son, en médulo, mayores o iguales a Ja unidad y otras, menores que
Ia unidad. En esta situacidn, Ias condiciones iniciales adecuadas son X =0y P €s una

matriz finita y distinta de cero (ver De Jong y Chu-Chun-Fin, 1994).
La posible presencia de variables exdégenas en el modelo ¥ su cardcter determinista o

estocdstico modifica las condiciones iniciales del filiro de Kalman ¥, por tanio, la evaluacidn

de la funcitn de verosimilitud exacta, ver Cuadro 1.
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5. Esquema del algoritmo y propiedades.
5.1. Caso estacionario.

La evaluacion de la funcidn de verosimilitud exacta (36) de un proceso PVARMAX

estacionario puede estructurarse en los siguientes pasos:

1) Calcular la factorizacion de Cholesky de las s matrices (; (es decir, calcular Ql.1 3, su
determinante ¢ | Q,| = | Q' %) y una matriz R, tal que R,Q,R;” = I (R, = {Q/'T™).

2) Calcular Ja mawriz P, a partir de la solucion de la ecuacion de Lyapunov
P, = @ P (@Y + @y su factor Cholesky M.

3 Calcular Ias secuencias Z, w, y W,, a partir de las expresiones (26)-(30) y 31)-(33),

respectivamente.
4) Evainar el vector M Tw N

5) Calcular la matriz T + MTWNM, su factor Cholesky L y su determinante
¥ MTWNMI = |Lit.

6) Usar un procedimiento de forward substitution para resolver en A el sistema triangular
L) =MTw,

P N
o] = 1= . - - -1 -
7)  Calcular Ia forma cuadritica ¥, £.0, lz‘ y finalmente el término ¥ £,0," 7, - AAT.
=t . =1,
No se invierte explicitamem!c la matriz @,, sino que se usan las inversas de los s
factores de Cholesky calculadas en el paso 1} (R, , ¥i=12,..5).

5_2. Caso no estacionario.

En el caso no estacionario, los pasos necesarios para evaluar la funcién de verosimilitud

(37) son los siguientes:

1} Idéntico al caso estacionario.

2) No hay que darlo, ya que (37) no depende de P,.
3) Idéntico ai caso estacionario.

Ll
4}, 5) y 6) Se calculan los ténninos E Nlogi@,| y log! W, | a partir de la factorizaci6n de
Cholesky de W,,. o

N
2 - . o e - s . P .
7} Seevaldael temuno}__; 40"z, - wy Wy'w,, sin invertir explicitamente las matrices,
-
¥a que pueden calcularse a partir de fos correspondientes factores de Cholesky .

En el caso parcialmente no estacionario debe utilizarse un esguema similar al no estacionario
pero adaptando los pasos 2) a 7). En concreio, no se calcula el factor Cholesky de P,
{denotado por M), ya que tiende a infinito. En cambio i se evaida el término logj P,'j + W,
¥ la parte de P, asociada a los componentes estacionarios del sistema.

5.3. Propiedades del algoritmo.

Las principales propiedades del algoritmo definido en las secciones 5.1 ¥y 5.2. son las
siguientes:

1§ Evita ef cdleulo del término log|P,| + JoglP;’I + W, | que aparece en (25), usando
la descomposicién de Cholesky de la matriz P,. Esto mejora sustancialmente la
estabilidad numérica en la evaluacién de la funcién de verosimilited.

2) Permite detectar automiticamente situaciones de no estacionariedad. De acuerdo con
la Seccidn 3.3, Ia estacionariedad del proceso puede comprobarse durante la ejecucion
del algoritmo inspeccionando el médulo de los autovalores de ®* . Esto puede hacerse
eficienternente resolviendo la ecuacion de LyapunovP, = &'P,(®")" + Q" mediante
una descomposicion Schur compleja de & (ver Petkov er al., 1991) que ofrece, como
subproducto de! proceso de cilculo, los autovalores de ®* .

Si P, tiene algtin autovalor nulo, la dimension del sistemna no es minima (ver Anderson
vy Moore, 1979). En este caso, conviene reducir la dimensién del vector de estado
usando la descomposicién en vaiores singulares de P

i4




3

4)

Permiite detectar autométicamente sitaaciones de no invertibilidad. De acuerdo con fa
Seccién 3.3, se comprieba si la matriz @, = (®, - EH,)®, , converge a cero cuando

;- N. siendo N el tamafo de la muestra.

Si a, vy x, son variables aleatorias normajes independientes, las innovaciones generadas
3 1

por ¢! filtro (26)-(30) se distribuyen ¢omno una normal con csperanza nula y, cvando

{~N . convergen en media cuadrdtica a las perturbaciones @, (Shea, 1989, pag. 162).

Consecucntemente, estas innovaciones son adecuadas como instrumentos para la

diagnosis del madelo.
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6. Resultadoes con datos simulados.

En este apartado se presentan los resultados de un conjunto de ejercicios de simulacion
que ustran el buen funcionamiento ¥ Ia eficiencia del procedimiento propuesto.

Ei primer ejercicio utiliza la misma estructura PARMA,(1,1) que en los trabajos de
Vecchia (1985) y Li y Hui (1988): (1 +f, Bz, =(1+ 0,,8)a, con [ Gm =8,.,,
¥y 0,2 = 0,2_,5, s=2yt=1,2,  N. Portanto, para la primera estaci6n se tiene:

(1+f B}z, =(1+8, Bla, . a, ~1D{0.q ,), F=1,3.5,.. (38
mientras que el modelo de la segunda estacidn es:
Ai+f, Bz =(1 +02‘,B)a2’, sy ~1ID{0,q, ), £=2,4,6,.. (39

A partir de esta formulacion, se simulan muestras de 100 y 200 observaciopes, con 150
repeticiones para cada tamafio muestral y considerando distintos valores tedricos de los
pardmetros. En las tablas 1.a-1.c se ofrecen, para cada tamafic muesiral, 12 media de las
estimaciones, la rafz cuadrada del error cvadritico medio (RMSE}, la desviacién tipica
muestral (DTM) y la desviacidn tipica exacta (DTE), calculada sustituyendo los valores
tedricos de los parimetros en la matriz de informacion exacta (ver Apéndice). Comparando
esta cifra con la desviacion tipica muestral, se obtiene una idea de la eficiencia de Ja estimacién
¥ se puede comprobar si las desviaciones tipicas muestrales convergen a las exactas, calculadas
a partir de la cota de Cramer-Rao.

Tanto el RMSE como ¢l sesgo de la estimacién por méixima verosimilitud exacta son
menores, y en alganos casos mucho menores, que los ofrecides por Vecchia {1985) y
practicamente iguales que los de Li y Hui (1988). También cabe destacar como la eficiencia
del estimador, medida por el RMSE, mejora al aumentar el tamaiio muestral.

Para probar el comportamiento del algoritmo cuando las estructuras estocdsticas propias
de  cada  estacibn son  diferentes, se ha  simulado ef  proceso:
(1+f, B +f,'25'1)zI ={1+ B,‘EB)ar, cons=2y r=1,2, . N, deforra que para la primera

estacién se tiene:
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(L+f B +fl.282}:r =(1+0, \Rya,,, a,-UD(0.q, } /=135 (403
con f, ; =0 micntras gue el modelo de ia segunda estacion es:

{(1+f,B +f2‘232)z, =(1+0, Ba,, a ,~1D(0.q,,), 1=2,4.6... (41)
con 0,, =0. En las Tablas 2.2-2.c se muestran los resultados correspondientes a distintos
valores tedricos de los parimetros, para los mismos tamafios muestrales y el mismo nimero
de repeticiones que el ejercicio anterior. Las conclusiones también son anilogas.

Por Gltimo, en la Tabla 3 se muestran los resultados de la estimacién de un modelo

bivariante definido, signiendo (1)-(4) como: (J+F, B)z,=(I+8, B)a,, con 5=2 y
£=1,2, N, de forma que para la primera estacion ¢l modelo es:

]
% LB foB 1o ,rl +BilB 0[|%.¢ A @
) = VE [, i = ]ot=L35
o remapad | o 1jad (@ 0 a5 @
mientras gue para la segunda estacién se tiene:
2
l+fiB 0 WL 0 @y 1 ay ; g, 0
; , = . ,E [“1,: al,,] = ,£=2,4,6, ..
FuB V4Bl 10 1+0,B|a; uX 0 g5 43)

Los resultados del ejercicio se resimmen en la Tabla 3, en donde nuevamente sc observa

que las estimaciones son adecuadas, tanto en términos de sesgo como de RMSE.

Tabla 1.a: Resultados de 1a estimacién por méxima verosimilitud exacta del modelo (38)-(39).

)
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1 RMSE: raiz cuadrada del error cuadritico medio; DTM: desviacién tipica muestral; DTE: desviacidn tipica exacta.




Tabla 1.b: Resultados de [a estimacién por mdxima verosimilitud exacta del modelo (38)-(39).

S =-8 8 ,=5 q,,=40 fig=-5 6,,=-8 gy,=1.0
Media -.790 .528 3.883 -.534 -.837 935
RMSEt 225 273 .847 222 233 229
N=100 DTMt 225 272 .838 219 230 220
DTE? 209 231 .803 175 190 200
Media -.806 497 3.877 -.510 -.810 995
RMSET 159 .148 604 134 142 146
=200 DTM?} 159 148 .591 133 142 146
DTEt .147 162 567 124 135 .142

+ RMSE: raiz cnadrada del error cuadritico medio; DTM: desviacidn tipica muestral, DTE: desviacién tipica exacta.

Tabla 1.c: Resultados de la estimacion por maxima verosimilitud exacta del modelo (38)-(39).

Sii=-8 8,,=-3 q,,=10 Fr=6 0,,=-5 g2, =10

Media - 754 -.239 960 -.649 -.548 968

RMSEt 200 217 213 217 288 218
N=100

DTMt 195 208 200 211 284 216

DTE?t 383 394 20 275 304 200

Media -.753 -.257 961 -.636 -.538 990

RMSEt 147 144 144 168 193 136
N=200

DTMt 139 138 138 164 1%0 136

DTEt 269 277 142 .194 214 141

t RMSE: raiz cuadrada del error cuadrdtico medio; DTM: desviacién tipica muestral; DTE: desviacion tipica exacta.




Tabla 2.a: Resultados de la estimacion por méxima verosimilitud exacta del modelo (40)-(41).

Sia=-3 6,29 4,,=16.0 fra=-2 fra=T1 4 =64.0
Media ..555 -.958 14.503 -183 663 62.278
RMSE} 158 174 3.408 094 096 12.509
N0 168 184 1.580 095 103 13.036
DTEf 138 154 3.256 088 093 12.714
Media -.526 ..932 15.581 184 685 64,275
RMSEt 125 136 2.299 064 075 9.714
N=200
DTMY 127 140 2.336 066 077 9.718
DTEt 098 110 2282 062 067 9.019

+ RMSE: raiz cvadrada del error cuadritico medio; DTM: desviacion tipica muestral; DTE: desviacién tipica exacta.

Tabla 2.b: Resultados de 1a estimacién por méxima verosimilitud exacta dei modelo (40)-(41),

Sia=-8 8,,=5 q;,=4.0 Jou=-7 fia=5 9,,°1.0
Media -.810 486 3.680 -.698 501 .966
RMSEt .205 .340 741 075 .
N=100 106 204
DTMt 206 341 807 075 106 206
DTEt 201 351 803 070 102 201
" Media -.781 512 3,858 -.701 .492 985
RMSEt 141 261 5352 051 077 .
N=200 140
DTMt 142 .261 570 051 078 141
DTEt 142 247 567 .049 072 142

+ RMSE: rafz cuadrada del error cuadrético medio; DTM: desviacion tipica muestral; DTE: desviacién tipica exacta.




Tabla 2.c: Resultados de la estimacion por médxima verosimilitud exacta del modelo (40)-(41).

fl,lz_'6 B1,1=_'5 ql.l'_'”} Sa=-2 fz.z:'7 ¢,=10

Media -.626 -.538 964 -.180 -.675 976

RMSEt 166 241 202 121 105 173
N=100

DTMt 168 244 .205 122 108 174

DTE} 122 189 201 119 096 200

Media -.609 -.512 973 -.205 -.680 1.00

RMSEt 095 144 157 .080 078 150
N=200

DTMt .095 144 157 .080 080 150

DTE} 086 (133 142 084 068 141

+ RMSE: raiz cuadrada del error cuadritico medio; DTM: desviacion tipica muestral; DTE: desviacion tipica exacta.

Tabla 3: Resultados de la estimacion por méxima verosimilitud exacta del modelo (42)-(43),

f111= f1lz= lez"‘ 9:1= ‘1111= ‘hlf f121= f?l” fgf 622’; ‘!|2|= %22:
-8 -3 -5 -4 1.0 5 -7 -3 -5 -8 5 1.0

Media -.787 -.295 -.498 =371 923 490 -.688 -.201 -483 -.791 483 953
RMSEt 177 143 087 248 217 099 072 .130 281 .359 092 .206

N= 100 DTMt 176 143 087 246 203 098 071 130 280 359 091 200
DTEt .162 135 083 .260 201 -100 067 112 305 .366 100 - 200
Media -.805 -290  -.499 - 415 975 -499 -.693 =305  -494  -B825 .503 968
N 200 RMSEt 113 .098 .061 176 141 071 049 .076 234 282 073 .140
DTMt 113 .097 .061 176 .139 .017 .048 076 234 281 .073 137
DTEf 114 .095 038 183 .142 071 048 079 215 258 071 .141
Media -.795 -.294 499 -.405 .987 496 -.700 -306 -497 -797 496 991

RMSEt 073 062 .043 118 071 .041 029 052 141 164 .046 .093
DTMt .073 .062 043 118 .070 041 029 052 141 164 045 .093
DTEt 072 060 037 115 090 .045 .030 .050 136 .163 045 .089

N= 500

t RMSE: raiz cuadrada del error cuadritico medio; DTM: desviacién tipica muestral, DTE: desviacion tipica exacta.



7. Conclusiones.

La literatura econométrica ha mostrado un interés creciente por Ios modelos periddicos,
debide a su wiilidad para predecir series temporales estacionales. Sin embargo, su estimacion
es compleja, por el elevado nmimero de pardmetros que los caracterizan y costosa en términos
de tiempe de cdlculo. En este trabajo se propone un procedimiento compuiacionalmente

eficiente para estimar modelos periddicos por mdxima verosimilitud exacia,

Ademds def coste computacional, los métodos estindar adolecen de falta de flexibilidad
ya que: a) tratan de forma diferenciada la estimacion de modelos univariantes y multivariantes,
b) 5610 contemplan el caso estacionario, ¢) no consideran la posible existencia de variables
exdgenas en el modelo, d) suponen el mismo mimero de observaciones por estacién y &)
cuando no todas las estaciones presentan la misma estructura dindmica incurren en ineficiencia,
¥ya que mecesitan aumentat artificialmente la dinimica del sistema.

Las contribuciones fundamentales de este trabajo consisten en la definicién de: a) un
proceso estocdstico periddico generalizado, by un procedimiento de conversion del mismo a una
forma equivalente en espacio de los estados de dimensién minima y ¢) un algoritme eficiente
para el célculo de su funcitn de verosimilitud exacta. Estas aportaciones configuran un proceso
de modelizacion y cdleulo gue, frente a los existentes en la literatura, presenta ventajas en
términos de flexibilidad de la representacitn, eficiencia computacional ¥ capacidad para aplicar
resultados conocidos en el contexto de modelos en espacio de los estados.

En cuanto al primer aspecto (flexibilidad de Ia representacion) el trabajo parte de la
definicion de una familia de procesos estocdsticos VARMAX peribdicos (PVARMAX) més
general que las ya existentes. El proceso PVARMAX puede entenderse como un proceso
VARMAX en el que los pardmetros cambian de forma periddica. Esta formulacion es general
incluyendo tanto modelos periddicos univariantes como multivariantes, cuando Ia literatura
trata de forma diferenciada ambas situaciones. Ademds, el uso de una representacion en EE
equivalente a la formulacion PYARMAX permite que la muestra comience y termine en

cualquier estacién, no siendo necesario que incluya un nimero entero de ciclos estacionales.

En cuanto al segundo aspecto (eficiencia computacional), ésta se consigue combinando
&) una representacion del proceso PYVARMAX como un modelo en espacio de los estados de
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dimension mirima en forma steady-state innovations y b) vn algoritmo computacionalmente
eficiente para calcular la funcidn de verosimilitud exacta, que aprovecha las propiedades de
convergencia del filtro de Kalman cuando se aplica a modelos en forma steady-state
innovations. Asi se consigue que el nimero de operaciones usado en la estimacion de un
PARMAX (p,.q.g». donde p,=p. q,=q, g,=g, Vi=1,2,...5, 5 es el nimero de estaciones
consideradas y g el némero de variables exdgenas, no difiera sustancialmente del

correspondiente a la estimacion de una estructura ARMAX (p,4.g) univariante.

En cuanto al tercer y dltimo aspecto (capacidad para aplicar resuitados conocidos) el
uso de una representacién en espacio de los estados facilita la aplicacidn de resultados
existentes para a) tratar modelos estacienarios 0 no estacionarios, con variables explicativas
estocdsticas y/o deterministas (Casals y Sotoca, 1997), b} detectar autométicamente posibles
situaciones de no estacionariedad y no invertibilidad, de forma similar al criteric de Mauricio
(1995) para deteccién de no invertibilidad y c) calcular la matriz de informacidén analitica y,
por tanto, los segundos momentos exactos de las estimaciones méximo-verosimiles (Terceiro,
1990 y Apéndice).

Los resultados obtenidos con datos simulados muestran el buen funcionamiento del

algoritmo en la estimacién de maodelos periddicos univariantes y multivariantes.
Por dltimo, cabe destacar que todos estos resultados pueden aplicarse inmediatamente

a la estimacién de modelos VARMAX con cualguier pauta de variacion paramétrica sistemdtica

o de regimenes cambiantes, siendo la formulacién periddica un caso particular de este

planteamiento general.
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Apéndice: Calculo eficiente de la matriz de Informacién.

Una forma equivalente de escribir Ia funcién de veresimilitud (25), sin tener en cuenta

constantes, es:
_ N N »
H(Z/U.0) = Y logiB,i +Y 7B 'z, (.1
=] =1

donde Z, y B, son las innovaciones y su matriz de covarianzas resultantes del siguiente filtro

de Kalman inicializado adecuadamente:

L=z -HX, - Dn (1.2)
Ko = ©Ry, + T, + K5, (1.3)
K, - (®P, H +EQ)B" (1.4)
P 3t q’:Pm lq) * E!Q‘E‘T - K:B:KIT (1.5)
B =HP, H'+( (1.6)

A partir de {1.1), es ficil ver que la expresién analitica del gradiente de 1a funcién de

verosimilitud es:

N
LU 512 P )

N
2):""8 ‘— Y8

v,

donde ias derivadas del vector de innovaciones y de su matriz de covarianzas se obtienen
teniendo en cuenta (1.2)-(1.6):
of ax dab
— = -H—2l ., (1.8)
&0, a0, 80,
E‘fﬂﬂ = a_d'._xm_l + &‘) ax.ﬂ"l + Eu + _(.3.5
af 60, £ o8, 80, * a8,

ia

z {L9

siendo t-I;, =0 -KH y f‘, =T, - K.D,. La propagacién de (1.9) requiere calcular la
derivada de la ganancia del filtro de Kalman. A partir de (1.4) se tiene que:

oK, [a® r . P, 30,
=5 "o Pual + Q- HT g 4 g T Ppt 11
28, |ap, e T a0 Q “30, aeB @10
an aPﬁr—l T, a@,

= - il
a8, H 2, ° a8, @1y

2%

oP

ERR A A (1.12)
siendo
e, r CE .- 90, . 1AEQET) 1. aQ
e et G O B s g R

Un instrumento necesario para validar el modelo estimado es la matriz de covarianzas
de las estimaciones. Esta puede obtenerse a partir de la matriz de informacién del modelo, ya
que su inversa proporciona una cota inferior a la matriz de covarianzas de los estimadores de

los pardmeiros. Ei término general de la matriz de informacién, Terceiro (1990, es:

0B, aB)] X aof ezt
v|B ' —tp? #[B TR 2 1.14
[' 3, " ae}J+§ BREED @19

donde se ha tenido en cuenta gue el proceso de innovaciones tiene esperanza nula y que la
derivada de este proceso no depende de las innovaciones. En (1.14) el dmico término
desconocide es la esperanza del producto de las derivadas del vector de innovaciones. A
menudo se aproxima la esperanza de ese producto por el producto de las derivadas. Sin
embatgo, para calcularlo de forma exacta, puede tenerse en cuenta que:

E[ % af'r} =BY v 7T (1.15)
T BT .
36, 28, w

donde z cs la media de 9%,/30, y B es la matriz de covarianzas de 07,/30, y 8¢,/38,. El
problema queda reducido, por tanto, a calcular los dos sumandos del lado derecho de (1.15).
Para ello, se define el sistema ampliado:

1 = O{x + Tiu, + K°F, (1.16}
. = H'x' + D’u (.17

X,

dorde:

30




£, ® o0 o ! r, [-Ka
N O
x5 =108 1@ =138, T0 =100, 798 K7 = |08, (1.18)
S %, . ar,  ab, iaK,
a8 D r a0, a8 108,
] i i [
&, an!
R T I/ A 30,
AN _s = ;D‘c = i
' h oo oy oD, (1.19)
o8 %8,

Si se denota por X = E(x1), 3°=E(z), P = El(x" - x5 -5
B° = E[(2] - 31z - °)7]. las ecuaciones que permiten calcular estos momentos son:

5 = ®%" + Tiu, (1.20)
3 = H'x' + Dfu, (1.21)
Pl = QP(QY + K B(KSY (1.22)
Bf = HEPS(HSY (1.23

La propagacién de (1.20) y (1.21) permite calcular en cada instante los valores de z, y E,J y
las ecuaciones (1.22) y (1.23) proporcionan el valor de fa matriz B,'j, ¥a que la estructura por

blogues de B,” es:

L3 L

A pli
;B

B =
Las condiciones iniciales del sistema dado por (1.20)-(1.23) son x;° = [EIT 0 (IJT y
PF= diag[#,,0,0] donde el cdlculo correcto de X,y P, se ha discutido en la Seccidn 4.

La matriz de informacién puede calcularse eficientemente descomponiendo el sistema

(1.20)-(1.23) en un subsistema de dimensién menor, que permita calcular las variables 5. I,

3

y B, Asi, descomponiendo la matriz P,° en 3x3 bloques de dimensién ,, de forma que P

T

se corresponde con el blogue (i . /), se tiene que:
B =HPTHT (1.24)

y dada la estructura de @;, el #érmino Pf” de (1.24) se calcula usando las expresiones:

T

P = ‘;‘j’a‘“f‘% + &)rpf“%%j + ‘% PPo o PPl 4 Z_&B,% (1.25)
P -optel « KBKT {1.26)
pt - Bopoar g par . Fop a.27)
P - (D‘Pf”%%i U i K,Bt—‘?;g—’j (1.28)

donde puede observarse que no aparecen los bloques (2,2) y {3.3) de P°. Por tanto, la carga
compttacional que supone la propagactén de (1.25)-(1.28) es equivalente a la de un sistema
de dimensién 2n, no simétrico. En cuanto a la propagacion de (1.20) y (1.21} para obtener z,,
y 2; se calcula la secuencia de medias una sola vez para cada cocficiente estimado de Ja

siguiente forma:

X, = @ik +Ta, (1.29)

_ —_ o®_ I éb,

E tI)rxu + Eémx’ + E}-é_u‘ B K,a—eu, (1.30)

— - D,

7, = "H,x,‘!. - ﬁ”r {1.31)
donde X, = E(%,,,) ¥ %,,; = E(3%,,,,/30,). La descomposicién efectada en (1.15)

mejora la eficiencia en los cdlculos. La obiencidn de Bf SUpONE Una MENOT Ccarga
computacional que la correspondiente a la obtencion directa de la esperanza del producto de
Ias derivadas de las innovaciones, dado que la primera de estas expresiones s mas simple al
cancelarse las variables exdgenas por tratarse de un momento centrado en el valor medio. Dado

que ¢l pimero de propagaciones es igual a #(h-1)/2 donde & es la dimensién del vector O,
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la carga que pueda suponer la propagacion 2 veces de (1.29)-(1.31) queda sobradamente
compensada.

Si no existen variables exdgenas en el modelo, puede suponerse que la esperanza del
producto de las derivadas del proceso de innovaciones coincide con la matriz B,’, tomando
P P . - =T s

como condiciones injciales P, = diag'P, + x,%, 0,0]. Por tanto, en este caso, no seria

necesario propagar el sistema (1 29)-(1.31).
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