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Resumen

Redes neuronales bayesianas

Las redes neuronales modernas son una herramienta que permite resolver una
gran variedad de problemas y retos en el ambito de la inteligencia artificial. Sin em-
bargo debido a que operan como cajas negras, la incertidumbre de sus predicciones
es dificil de cuantificar. El paradigma bayesiano ofrece herramientas para cuantificar
la incertidumbre asociada a las predicciones de una red neuronal. La principal dife-
rencia del enfoque bayesiano es la marginalizacion, en vez de seleccionar una tnica
configuracion de parametros. La marginalizacion, que consiste en tener en cuenta
varias configuraciones de parametros que se ajustan a los datos de entrenamiento
puede mejorar la precision de la red neuronal, pero sobre todo permite aproximar
mejor la incertidumbre de la prediccion. En este trabajo explicamos una vision ge-
neral de como funciona y se implementa una red bayesiana y las principales ventajas
que estas presentan.
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Bayes, Red neuronal estocéstica, Red neuronal bayesiana, Marginalizacion, Conjun-
tos de redes neuronales, Incertidumbre, Distribuciéon a posteriori.
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Abstract

Bayesian deep learning

Modern neural networks are a tool for solving a wide variety of problems and chal-
lenges in the field of artificial intelligence. However, because they operate as black
boxes, the uncertainty of their predictions is difficult to quantify. The Bayesian
paradigm offers insights to quantify the uncertainty associated with the predictions
of a neural network. The main difference of the Bayesian approach is marginaliza-
tion, rather than selecting a single parameter configuration. Marginalization, which
consists in taking into account several parameter configurations that fit the training
data, can improve the accuracy of the neural network, but above all it allows to
better approximate the uncertainty of the prediction. In this work we present an
overview of how Bayesian deep learning works and how is implemented and the main
advantages it offers.

Keywords

Bayes, Stochastic neural network, Bayesian deep learning, Marginalization, Deep
ensembles, Uncertainty, Posterior distribution.
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Capitulo

Introduccion

El aprendizaje automatico es una rama de la inteligencia artificial que estudia los
métodos por los que una computadora puede aprender mediante el uso de datos de
entrenamiento. El objetivo es aproximar una funcion f(z) que desconocemos pero de
la que tenemos datos de entrenamiento, normalmente una gran cantidad de ellos y de
la forma (x;, f(x;)). La funcion f puede corresponder a un problema de clasificacion
o a un problema de regresion. Seré un problema de clasificaciéon cuando la salida solo
pueda tomar un ntumero finito de valores, por ejemplo, la funcién capaz de distinguir
si una imagen es una gato o lo no es. Un problema de regresiéon es aquel en el que
se intenta predecir un valor numérico, por ejemplo el precio de una vivienda.

Para aproximar f partimos de un conjunto de funciones {g(x;0)}. Este con-
junto sera nuestro modelo, donde 6 es un vector que corresponde a los parametros
de dichas funciones. Por ejemplo, supongamos el modelo M = {g(z;0)} tal que
g(x;0) = wo + wyz; en este caso § = (wp,w) y dependiendo de los valores que le
demos a 6 tendremos una u otra funcion g(z). Finalmente, existen algoritmos como
descenso de gradiente que son capaces de encontrar un valor 6* para los parametros
tal que g(x;6*) aproxima la funcién objetivo f. Este proceso de encontrar los va-
lores adecuados para los parametros es a lo que nos referimos cuando decimos que
la computadora aprende. El proceso se suele plantear como un problema de opti-
mizacién donde se intenta reducir la diferencia entre las predicciones dadas por la
funcion aproximada ¢ y la funcién objetivo f. Méas adelante veremos que el para-
digma bayesiano no esta interesado en la optimizacion sino en la marginalizacion de
los parametros. Veremos qué es la marginalizacion y las ventajas que aporta que la
computadora aprenda de esta manera.

Sobre un modelo de aprendizaje automatico se pueden definir dos propiedades
que nos ayudan a entender el comportamiento del modelo: el soporte y el sesgo in-
ductivo (Wilson e Izmailov, 2022). Siguiendo con el ejemplo anterior, el modelo M se
dice que tiene un soporte reducido ya que solo puede representar conjuntos de datos
que tengan una relacion lineal, i.e. sin importar qué valores tomen sus parametros,
el modelo M nunca podra representar datos con relaciones cuadraticas u otro tipo
de relaciones. La probabilidad de que el modelo M genere, si muestreamos al azar,
un conjunto de datos con relacion cuadratica es 0. Si p(D|M) es la probabilidad de
que un conjunto de datos D sea generado por el modelo M, definimos el soporte del
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modelo como los conjuntos de datos D tales que p(D|M) > 0.

Definimos el sesgo inductivo como la distribuciéon del soporte dada por p(D|M).
Continuando con el ejemplo, el sesgo inductivo dependera de cémo se eligen a priori
los parametros wy y wy. Si wg y w; siguen una distribucion uniforme, entonces la
distribuciéon inducida también sera uniforme, pero si wy y w; son muestras de una
distribucion normal N (0, 1) entonces sera méas probable que genere datos con una
relacion lineal con pendiente cercana a 0 y menos probable que genere conjuntos de
datos con relacion lineal con mucha pendiente.

1.1. Motivacidon

Wilson et al. (2022) sugiere que estas dos propiedades, el soporte y el sesgo induc-
tivo, desde un punto de vista probabilistico son principalmente de lo que depende la
capacidad de generalizacion, esto es, la capacidad para realizar predicciones precisas
y acertadas sobre datos no vistos previamente durante el entrenamiento. Idealmente
queremos que un modelo sea flexible para que soporte cualquier conjunto de datos
sin importar qué tipo de relaciéon tengan, o incluso capaz de adaptarse a datos que
no siguen ninguna relacion. Ademas, queremos que el sesgo inductivo a priori del
modelo asigne mas probabilidad a los conjuntos de datos que tienen mas posibi-
lidades, a nuestro juicio, de representar el problema que estamos resolviendo. De
esta manera el modelo colapsara rdpidamente en torno a la solucién. Un ejemplo
de modelo que representa a priori la hipotesis son las estructuras convolucionales
usadas en redes neuronales para problemas que tienen como entrada imégenes.

Hay que remarcar que la flexibilidad de un modelo no implica necesariamente
que tienda a representar funciones con mucha complejidad. Existen modelos muy
flexibles capaces de soportar préacticamente cualquier conjunto de datos pero que
tienen un sesgo inductivo hacia funciones suaves y simples. Un ejemplo de esto son
los procesos gaussianos con un kernel RBF, un modelo de aprendizaje automatico
que ha demostrado ser capaz de ajustarse a datos aleatorios mientras que las fun-
ciones que produce a priori sin entrenamiento son sencillas. Tradicionalmente las
métricas utilizadas para evaluar la capacidad de generalizaciéon de un modelo, como
la complejidad de Rademacher (Mohri y Rostamizadeh, 2009), similares al soporte
que hemos definido antes, han sido unidimensionales y, por lo tanto, no han logrado
brindar una visiéon completa de la generalizacién. Nosotros razonaremos sobre las
redes neuronales bayesianas desde el punto de vista probabilistico de la generaliza-
cion usando una métrica bidimensional que tiene en cuenta tanto el soporte como el
sesgo inductivo.

Como hemos dicho antes, el aprendizaje desde la perspectiva bayesiana no es
un proceso de optimizaciéon sino de marginalizacion. Esto significa intuitivamente
que, en vez de quedarse con el valor 6ptimo de los parametros al hacer predicciones,
la idea es considerar todos los posibles valores que los parametros pueden tomar y
ponderar cada conjunto de valores en funcién de como de buenas son las predicciones
que da ese conjunto, dados los datos de entrenamiento. Veremos que este enfoque
tiene varias ventajas tanto en la préactica como a la hora de razonar sobre el modelo.

Una de las principales ventajas de los métodos bayesianos es que proporcionan
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una forma natural de entender y cuantificar la incertidumbre de las redes neuronales
y como resultado tienden a mostrar menos confianza en sus predicciones que las
redes neuronales clésicas, que tienen inclinacién a sobrestimar como de buenas son
sus predicciones. También permiten distinguir entre incertidumbre epistémica del
modelo y la incertidumbre aleatoria de los datos. Esto les permite aprender con un
menor nimero de datos de entrenamiento sin sufrir sobre-ajuste. Por tltimo, en la
practica las redes neuronales bayesianas han demostrado una mayor precision que
las redes neuronales clasicas tanto en datos poco danados como en datos con un alto
grado de alteraciéon y han mostrado reducir o incluso acabar con el problema del
doble descenso como veremos mas adelante.

1.2. Objetivos

El objetivo de este trabajo es dar una visiéon general de las redes neuronales
bayesianas de manera que un publico general con unos minimos conocimientos de
matematicas e informatica sea capaz de comprender. Explicar las ideas en las que
se basan estos modelos y algunos detalles sobre su implementacion practica. Tam-
bién interpretar los modelos clasicos que usan optimizacion desde el punto de vista
bayesiano y presentar las ventajas que las redes bayesianas tienen sobre las no ba-
yesianas. Por tltimo comprobar estas ideas en un pequeno experimento. El codigo
correspondiente se encuentra disponible en Fornet (2023)
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Trabajos relacionados

MacKay (1992), MacKay (1995) y Neal (1996) son los primeros trabajos notables
en torno a la idea de redes neuronales bayesianas. Estos trabajos defendian que
los modelos bayesianos debian ser lo més flexibles posible, en linea con trabajos
posteriores (Wilson et al., 2022).

Los trabajos més recientes se han centrado en desarrollar nuevas herramientas
para aplicar el paradigma bayesiano en redes neuronales modernas. Principalmente
se han centrado en métodos escalables de inferencia (e.g., Blundell et al., 2015; Ritter
et al., 2018; Maddox et el., 2019) y el estudio de la distribucién a priori (e.g., Yang
et al., 2019; Nalisnick, 2018).

En otros trabajos, Pearce et al. (2018) sugiere que los conjuntos de modelos
realizan una aproximacion de la inferencia bayesiana y Gustafssonet al. (2019) bre-
vemente menciona que los conjuntos se pueden entender como muestras de una
distribucion a posteriori aproximada. Sin embargo, Wilson et al. (2022) argumenta
que el paradigma bayesiano va mucho mas alld de una aproximacion a partir de
muestras de una distribucion a posteriori y anade que para tener una buena dis-
tribuciéon de predicciéon ni si quiera es necesario el muestreo de la distribucion a
posteriori.

El doble descenso describe una funciéon de error de la generalizacion de un modelo
que desciende, asciende y vuelve a descender con el aumento de la flexibilidad del
modelo. La figura 2.1 muestra este comportamiento. El doble descenso fue pronto
descubierto por Opper et al. (1990) y extensamente estudiado recientemente por
Belkin et al. (2019). Nakkiran et al. (2020) mostré como la regularizacion Iy podia
mitigar el doble descenso. Alternativamente, Wilson et al. (2022) demuestra cémo
ciertos algoritmos bayesianos también son capaces de aliviar e incluso acabar con
este comportamiento.

Bayes seguro (safe Bayes) es el nombre que se le ha dado a los modelos que
atemperan la distribucion a posteriori (de Heide et al., 2019; Griindwald et al., 2017;
Zhang, 2006). En un articulo reciente Wenzel et al. (2020) cuestiona el atempera-
miento en redes neuronales bayesianas. Wilson et al. (2022) analiza sus resultados y
responde a las cuestiones que plantean.

La realizacion de este trabajo esta basado principalmente en dos articulos: Ba-
yestan Deep Learning and a Probabilistic Perspective of Generalization de Wilson
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Error

Test Error

Training Error

Complexity of the deep neural network

Figura 2.1: Curva del doble descenso: Fuente Kutyniok (2022).

et al. (2022) y Hands-on Bayesian Neural Networks — A Tutorial for Deep Learning
Users de Jospin et al. (2022). Las ideas recogidas en los capitulos Redes neuronales
estocésticas, Distribucion a priori y Distribucion a posteriori estan sacadas princi-
palmente de Jospin et al. (2022). Wilson et al. (2022) presenta las ideas descritas
en la seccion Ventajas del paradigma bayesiano. Por ultimo también hemos utili-
zado ideas sacadas del libro Roberts et al. (2022) como las interpretaciones de los
diferentes términos del teoremas de Bayes.
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Teorema de Bayes

El paradigma bayesiano en estadistica se basa en dos ideas principales. La pri-
mera es que la probabilidad es una medida de como de seguros estamos de que un
suceso ocurra y la segunda es que las creencias previas influencian las creencias si-
guientes. Se diferencia del paradigma frecuentista en que para este la probabilidad es
el limite de la frecuencia del suceso cuando se realiza el experimento infinitas veces.
La principal ventaja del paradigma bayesiano frente al frecuentista es que este nos
permite hacer afirmaciones probabilisticas acerca de cosas que no estan sujetos a va-
riabilidad aleatoria. Por ejemplo: «La probabilidad de que lloviera el siete de mayo
de 1840 es 0.45», esto hace referencia a la certeza que yo tengo de que la proposiciéon
sea verdadera y no hace referencia a ninguna frecuencia relativa. Esto permite que se
puedan hacer afirmaciones probabilisticas de los parametros de un modelo bayesiano
y hacer inferencia de estos mediante distribuciones de probabilidad.

El paradigma bayesiano parte siempre de una hipotesis H, que se puede inter-
pretar como conocimiento previo que se tiene sobre el problema o como unas ideas
que se asumen ciertas. A partir de la hipotesis H se asignan valores p(A|H) a de-
claraciones A sobre el mundo. Algunos ejemplos de declaraciones son «Manana va a
llover» o «El valor de salida de la funcién f(z) evaluada en a es b». De esta manera
p(A|H) es el nimero que le asignamos a lo seguros que estamos de que ocurra A, de
acuerdo a la hipotesis H.

Existen dos reglas basicas de la probabilidad a tener en cuenta, siendo la primera
la regla del producto,

p(A, BIH) = p(A|B, H)p(B|H) = p(B|A, H)p(A[H), (3.1)

donde p(A, B|H) representa la interseccion de las creencias A y B dada la hipotesis
H, mientras que p(A|B, H) es la probabilidad de A condicionada a la hipotesis H
suponiendo que también ha ocurrido B. La segunda regla es la regla de la suma,

p(AlH) = p(A, B|H), (3.2)

donde el sumatorio representa la suma de todos los valores de una variable discreta;
en el caso en el que la variable sea continua seria necesario cambiarlo por una integral.

Con estas reglas en mente podemos ver como ir actualizando nuestras creencias
sobre las declaraciones a medida que vamos recopilando informaciéon. Por ejemplo,

7
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después de observar un suceso S podemos actualizar nuestra creencia sobre la de-

claracion A de la siguiente manera:

p(S|A, H)p(A|H)
p(S|H)

p(A|lS, H) = (3.3)

La interpretacion de cada factor es la siguiente:

» El factor p(A|S, H) es la distribucion a posteriori y se interpreta como la
plausibilidad actualizada tras haber observado S.

» El factor p(A|H) es la distribucion a priori y se interpreta como la plausibilidad
previa a haber observado S.

» El factor p(S|A, H) es la verosimilitud y se interpreta como la plausibilidad
de que el suceso S ocurra en el caso en el que se da también la declaracion A.

» El factor P(S|H) es la evidencia y la interpretacion es como de plausible es
que ocurra el suceso S dada la hipotesis. Este factor es el que normaliza la
distribucién a posteriori.

La ecuacion 3.3 representa el teorema de Bayes que describe como actualizar la
plausibilidad de las declaraciones segiin se van observando nuevos sucesos.

Nosotros usaremos el teorema de Bayes para calcular la distribuciéon a posteriori
de los parametros 6 dados los datos de entrenamiento D y la distribucién a priori
p(0|M) donde M refleja la estructura del modelo que se esta usando. Intuitivamente,
vamos aprendiendo sobre los pardmetros 6 cada vez que vemos un nuevo dato de
entrenamiento. La ecuacion queda asi:

p(D|0, M)p(0|M) _ p(DI]f, M)p(6]M)
p(D|M) fe (D|6, M)p(6|M)db
Podemos reescribirla separando las entradas de entrenamiento D, de las etiquetas
correspondientes D, de manera que nos queda tal que asf:
p(Da, Dy|0, M)p(0] M)
[, p(D.. D, 10, M)p(031)d0
p(Dy|Da, 0, M)p(Ds |6, M)p(
( (
(

p(81D, M) = (3.4)

p(0|D, M) =

_ 0| M)

~ Jyp(Dy| Dy, 0, M)p(D,|0, M)p(0|M)db

p(Do| M)p(Dy| Dy, 0, M)p(0| M)

p(D:|M) [, p(Dy| Dy, 0, M)p(0|M)do
p(Dy|D,, 0, M)p(0| M)

= [ (D, | Dy 6, M)p(0]0M)d6

En el pentltimo paso se asume que D, y 6 son independientes de manera que
p(D.|0, M) = p(D.|M) y por tanto se puede cancelar el término al sacarlo de la
integral.

En modelos complejos esta distribucién a posteriori de los parametros es muy
compleja y hace que calcularla de manera exacta sea un problema casi imposible.
Debido a esto lo més comun es aproximar la distribucion con cadenas de Markov o
métodos variacionales.
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Redes neuronales bayesianas

El estudio de las redes neuronales es un subcampo del aprendizaje automati-
co que esta experimentando un crecimiento exponencial y en los tltimos diez anos
ha demostrado poder resolver una amplia gama de problemas incluyendo la vision
por ordenador, el procesamiento de lenguaje natural o el reconocimiento de voz. Las
redes neuronales estan inspiradas en la estructura del cerebro humano donde un con-
junto de neuronas interacttian para aprender representaciones complejas analizando
un gran volumen de datos.

Las neuronas son las unidades basicas de la red y generalmente se organizan en
capas. La primera capa serd un vector del tamano de la entrada y la ultima otro
vector del tamano del dominio de las predicciones. Estas dos capas estan conectadas
por una o mas capas ocultas de manera que las neuronas de una capa tienen un
enlace ponderado con las neuronas de la siguiente capa. De manera més formal,
la red neuronal esté construida con una capa de entrada [y, una sucesion de capas
ocultas l;,7 = 1,...,n — 1, y una capa de salida [,,. Cada capa [; se construye con
una transformacion lineal de la capa anterior [;_; seguida de una operacién no lineal
llamada funcién de activacion.

l() =,
Yy = ln

Los parametros son # = (W, b) donde W es el conjunto de las matrices que contienen
los pesos {W71,Ws,...,W,} y b el conjunto de vectores que contienen los sesgos
{b1,..., by}

Las redes neuronales clésicas ajustan los pesos para conseguir la mejor apro-
ximacion posible a la funciéon deseada. Esto se consigue optimizando una funciéon
coste. Una de las funciones coste mas comunes es el error cuadratico medio, pero
se podria elegir cualquier otra. La red neuronal intenta minimizar la funcién coste
usando algoritmos como el descenso de gradiente. Al final del entrenamiento habra
encontrado un conjunto de valores #* para los diferentes pesos que minimizan la
funcion coste y con los que operara para hacer predicciones y = f(x;60*), donde f
es la funcion que produce la red neuronal, y es la salida y x es la entrada.
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4.1. Marginalizacién

Vemos que el paradigma clésico de las redes neuronales usa un tinico conjunto
de valores para hacer predicciones, el 6ptimo segin la funcion coste y los datos
de entrenamiento, pero podemos hacer varias observaciones. Es razonable pensar
que existen otros pesos distintos del 6ptimo que también son capaces de aproximar
correctamente la funcién objetivo o que para ciertas predicciones incluso son capaces
de hacer aproximaciones mejores que los pesos elegidos, de manera que no podemos
estar seguros de que los pesos elegidos como 6ptimos sean los correctos. Una forma
de solucionar esto es que para cada parametro asignemos a cada posible valor que
pueda tomar una probabilidad de que efectivamente sea el valor correcto. Lo que
estaremos haciendo en ese caso es asignar una distribucion de probabilidad p(6) a
los parametros 6. La distribucién de los parametros dependera del problema que
queramos resolver, que estd reflejado en los datos de entrenamiento que tenemos
para entrenar la red de manera que la distribucién que buscamos es p(6|D). El
paradigma bayesiano incorpora estas ideas, planteando un punto de vista diferente a
la optimizacion a la hora de analizar los datos de entrenamiento y hacer predicciones.

Las predicciones p(y|z, D) seran el resultado de ponderar a lo largo de todo el
dominio de # cada solucion p(y|x, @) por la probabilidad a posteriori de dicho peso so-
bre los datos de entrenamiento p(6| D). La siguiente ecuacion representa justamente
esta idea:

ol D) = [ plole.O)p(oID)ds. (1.2
0
La interpretacion de los diferentes términos es la siguiente:

» El factor p(y|x, D) es la probabilidad de que la prediccion de y (valor de
regresion, valor de clase, ...) sea correcta, dada la entrada x y los datos de
entrenamiento D

» Fl factor p(y|x, 0) es la probabilidad de que la prediccion y sea correcta segin
unos pesos concretos 6 y la entrada x. En la practica es una distribucion
dependiente del valor f(x;60) que se elige a la hora de disenar la red.

» El factor p(0|D) es la probabilidad de que esos pesos sean los correctos dada la
informacion que tenemos sobre la funciéon que queremos aproximar, es decir,
los datos de entrenamiento D. Este factor es la distribucién a posteriori que
hemos visto en la secciéon sobre el teorema de Bayes.

La ecuacion 4.2 representa la ponderacion bayesiana de modelos y surge de com-
binar la regla de la suma y la regla del producto de la probabilidad. De la regla del
producto y asumiendo independencia se obtiene

/ Pyl O)p(6] D)6 = / Py, 6z, D)do (4.3)

o 0
Aplicando a continuacion la regla de la suma en el caso de una variable continua se
obtiene el resultado de la ecuacion 4.2

/9 p(y. 8]z, D)d6 = p(y|z, D). (4.4)
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Vemos como las predicciones p(y|x, D) ya no dependen de los pesos € sino tinicamente
de los datos de entrenamiento D y de la entrada z. A esto se le llama marginalizacion
de los parametros 0 ya que la distribucion de las predicciones ya no esta condicionada
sobre 6.

4.2. Redes neuronales estocasticas

Para capturar la idea de no saber con seguridad cuéles son los pardametros co-
rrectos en una red neuronal, podemos construir la red introduciendo componentes
estocasticos en los pesos o en las funciones de activacion. Para resolver un problema
de regresion con pesos estocasticos podria definirse una red de la siguiente manera:

0 ~ p(81D) = N(1, )
Yy~ p(y|l‘, 9) = N(f(:v;@),ay),

donde la primera distribucion es de donde se muestrean los parametros de la red y
la segunda es de donde se muestrea la prediccion final.

(4.5)

Presumiblemente las muestras de los parametros 6 cogidas de la distribuciéon
seran diferentes entre si, lo que permite simular diferentes parametrizaciones de la
red. Lo que en conjunto hemos definido al introducir estos componentes estocésticos
es una red neuronal estocastica o bayesiana. Notese ademéas que la salida de la red
no solo depende de los parametros y la entrada, es decir, la distribucion p(y|z, §) no
es igual a f(z;0) sino a una distribucion dependiente de la salida de la red. Esto es
porque en caso de que p(y|x,0) = f(z;0), el modelo no estaria teniendo en cuenta
valores atipicos. En el ejemplo anterior f(z;6) devuelve un valor que luego se toma
como media de una distribucion normal. En otros casos f(x; ) podria devolver tanto
la media p como la desviacion o de manera que p(y|z,0) ~ N(y|u, o). En resumen,
a la hora de definir la red estocéstica no solo hay que definir la distribuciéon de los
pesos sino también una distribucion ¢ para el resultado final de la ejecucion de la
red que dependera del valor f(z;6).

A la hora de implementar una red neuronal bayesiana la integral de la ecuacion
4.2 no se calcula de manera exacta. En la practica se aproxima muestreando un
niamero de pesos 0; ~ p(0|D) para i = 1,..., N de la distribucion a posteriori que
son usados para computar una serie de predicciones y; = q(f(z;6;)), donde ¢ es una
distribucion que se elige en el diseno de la red. La prediccion final de la red sera una
combinacion de las diferentes predicciones hechas por las distintas configuraciones
de los parametros. Por ejemplo en un problema de regresion, la prediccion final g
suele ser la media aritmética. El algoritmo 1 resume todo este proceso.

Ademés la distribucion a posteriori de la cual muestreamos 6; también es una
aproximacién. Sin embargo, generalmente no nos importaré tener una aproximacion
poco precisa, sino una aproximacion que sea muy cercana a la distribuciéon real en
las regiones que mas contribuyen a la marginalizacién. Esto se debe a que nuestro
verdadero interés es aproximar correctamente la ecuacion 4.2, y no tanto la distribu-
cion a posteriori en si misma. A la hora de aproximar correctamente la ponderacion
bayesiana de modelos es importante tener diversidad funcional en las hipotesis de
los pesos. Si dos configuraciones de pesos 6; y 6; proporcionan una verosimilitud
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Algoritmo 1 Red neuronal bayesiana

Define p(6|D) = 22455 monts
for:=0to N do
Muestrea 6; ~ p(6|D)
Muestrea y; ~ q(/(x:6;))
end for
y= % Zi\;l Yi
return gy

alta y por tanto una densidad alta en la distribuciéon a posteriori pero dan como
resultado funciones muy similares f(x;6;), f(x;0;) entonces habra redundancia en
la ponderacién de modelos y la segunda configuracion de los pesos no tendra una
gran contribuciéon a la hora de estimar la integral de la ecuacion 4.2. Justo por eso
lo que se busca son pesos que resulten en funciones significativamente diferentes ya
que aportan mas informaciéon a la hora de aproximar correctamente la ecuacion 4.2.

p(w|D)

Figura 4.1: Posible distribucion a posteriori p(w|D) de un parametro w. Fuente:
Wilson et al. (2022).

En la figura 4.1 podemos ver una posible distribucién a posteriori de un parame-
tro w. Los valores de w senalados en naranja estdn todos en una misma zona de alta
densidad y por tanto las funciones que genera en el modelo son parecidas, pero los
puntos naranjas nos estan dando informacién de una tnica zona de alta densidad y
por tanto el resultado de aproximar la integral 4.2 solo usando estos puntos no cap-
tura la realidad de la distribucién a posteriori. Sin embargo, los puntos en verde claro
se encuentran en torno a diferentes méaximos de la distribuciéon que corresponden
a funciones que de manera diferente se ajustan a los datos dandonos la diversidad
funcional que buscdbamos. De esta manera la aproximaciéon de la ecuacion 4.2 se
ajustard mas al resultado real.

En la préctica, las redes neuronales bayesianas consisten en ponderar varias hi-
potesis para los pesos, varias parametrizaciones del modelo, para dar una mejor
prediccion. Esta idea de combinar varias hipdtesis generalmente se conoce como
conjuntos de modelos y hablaremos de ellos mas adelante.
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4.3. Distribucién a priori

El primer paso para poder calcular la distribucion a posteriori es elegir la distribu-
cion inicial de los pardmetros de nuestra red, es decir, debemos elegir la distribuciéon
a priori p(f). Esto no es una tarea intuitiva debido a que no es trivial deducir cual
deberia ser esta distribucion para que el modelo generalice bien.

Elegir una buena distribucién a priori es una tarea muy relevante para conseguir
una buena generalizaciéon. Como explicamos en la introduccion, la generalizacion de
un modelo depende de su soporte y su sesgo inductivo. La estructura de una red
neuronal nos da mucha flexibilidad y soporte en f(z;#), pero una buena distribu-
cion a priori p(0) es esencial para concentrar una mayor masa del sesgo inductivo
en conjuntos de datos relevantes y que por tanto generalice bien. Con una buena
distribucion a priori la distribucion de las funciones p(f(x;#)) dara un mayor peso
a las funciones mas relevantes para nuestro problema.

Una practica comtn es usar como distribuciéon a priori una distribucién normal
centrada en el cero y una desviacion tipica o.

p(0) = N(0,0). (4.6)

Con esta distribuciéon estamos reflejando que creemos que los valores de los pa-
rametros se encuentran cercanos y en torno al cero. Podemos variar el valor de o
en funcién de como de probable creemos que haya valores lejanos al cero. Esta dis-
tribucion a priori es equivalente a la regularizacion [, en redes neuronales clasicas.
La regularizacion consiste en anadir un término extra en la funciéon de coste que se
intenta optimizar para penalizar valores muy altos en los pardmetros, justamente lo
mismo que hacemos cuando establecemos que la distribuciéon a priori sea N (0, o).
En el caso de la regularizacion [y este término es:

16l

1
_E :92 4.

=1

donde a es un parametro que sirve para ponderar el peso de la regularizaciéon en la
funcién coste. Una distribuciéon normal con desviacion tipica o es equivalente a una
regularizacion con « = 1/0.

Aunque el uso de la distribucién normal estda ampliamente extendido no existen
argumentos tedricos que indiquen que sea mejor que otras distribuciones. Su uso
esta relacionado con la propiedades mateméticas de la distribucién normal y con su
simplicidad y conveniencia en algoritmos de aprendizaje automético.

4.4. Distribucién a posteriori

En el apartado de redes estocasticas hemos visto un algoritmo (algoritmo 1) que
no tenia una fase de entrenamiento debido a que lo tinico que necesitaba era tomar
muestras de la distribucion a posteriori p(6|D). Sin embargo tomar muestras de esta
distribuciéon generalmente no es facil. Recordemos que la distribucién a posteriori es
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dada por la siguiente formula:

p(Dy| D 6, M)p(8]M)
PO M) = 1D 1D, 0, M) p(OIM) 00 (48)

Los factores p(D,|D,,0, M) y p(6|M) son faciles de calcular. El primero es la
distribucién que hayamos definido en nuestra red para muestrear y, por ejemplo
N(f(D,;0),0). El segundo es la distribuciéon a priori que hayamos decidido usar.
Sin embargo el término [, p(Dy|D,, 0, M)p(0|M)df suele ser excesivamente compli-
cado de calcular ademéas de que atn en el caso de poder calcularlo, muestrear de la
distribuciéon exacta es muy dificil debido a su alta dimensionalidad. Los dos méto-
dos mas usados para muestrear de esta distribucién son los métodos de Montecarlo
basados en cadenas de Markov (Monte Carlo Markov chains, MCMC), una familia
de algoritmos que de manera exacta muestrean de la distribucién a posteriori, y el
método de inferencia variacional que nos permite hallar una distribucion de la que
podemos muestrear que se aproxima a la distribucién a posteriori.

4.4.1. Meétodos Montecarlo basados en cadenas de Markov

La idea de los métodos MCMC es la de construir una secuencia de muestras de
manera que una muestra S; se construya solo a partir de la anterior S;_;. La principal
desventaja de usar este método es que muestras consecutivas pueden estar correla-
cionadas lo que significa que no son muestras tomadas de manera independiente.
La solucién es generar un conjunto grande © para luego tomar un subconjunto de
manera que las muestras sean aproximadamente independientes y que se ajusten a la
distribucién a posteriori que buscamos. El conjunto © se debe guardar en memoria
lo que conlleva un gasto demasiado grande para ciertas arquitecturas de redes con
muchos parametros.

A pesar de las desventajas que tienen, los métodos MCMC son los mejores y mas
populares para obtener de manera exacta muestras de la distribucion a posteriori
en algoritmos bayesianos. Entre ellos el algoritmo Metropolis-Hasting es especial-
mente relevante debido a que no se necesita conocer con exactitud la distribucion
de la que se desea muestrear sino que con conocer una funciéon f(f) que sea pro-
porcional a la distribuciéon es suficiente. De esta manera no hace falta calcular la
evidencia [, p(Dy|D,, 0)p(6)d6 para obtener muestras de la distribucién a posteriori,
simplemente definiremos la funcion f(0) = p(D,|D,,8)p(d) para tener una funcion
proporcional a ella.

El algoritmo Metropolis-Hasting empieza con una elecciéon aleatoria para 6y. A
partir de 6y se construye un nuevo candidato ¢ usando una distribucion Q(6'|9)
previamente definida. Algunas elecciones comunes para la distribucion () son una
distribucion normal N(6,0) o una distribucion uniforme U(f — €,0 + €) centradas
en la muestra anterior. En el caso en el que 6’ sea una muestra més probable que
la anterior acorde a la distribucion de la que queremos muestrear entonces ' es
aceptada. Esto ocurre cuando p(0'|D) > p(6,|D), pero si en ambos lados de la
inecuacion multiplicamos por el factor de la evidencia nos queda f(60) > f(6,) que
como hemos visto es més facil de calcular. En el caso en que 8’ no sea mas probable
que la muestra anterior todavia tiene cierta probabilidad p de ser aceptada. A p se le
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denomina el factor de aceptacion que sera 1 cuando f(6') > f(6,) y sera menor que
1 en caso contrario. Si la distribucion Q(€']6,,) no es simétrica el factor de aceptacion
no solo dependeré de los valores de f sino que también se le debera aplicar un factor
de correccion que depende de la distribucion @ elegida como se puede ver en el
algoritmo 2. Cuando @) es simétrica al algoritmo simplemente se le llama método
Metropolis: como se cumple que Q(¢'|0,) = Q(0,]¢'), el factor de aceptacion p se
simplifica ya que el factor de correccion que se aplicaba pasa a valer 1. Las muestras
que no son aceptadas son descartadas. El algoritmo 2 es pseudo-codigo para la idea
descrita.

Algoritmo 2 Metropolis-Hasting

Muestrea 6y ~ DISTRIBUCION INICIAL
n=>0
while n <= N do

Muestrea ¢ ~ Q(60'|6,,)

o Q(O'16) J(©")
p =min (17 Q0,107 f(9n)>

Muestrea k ~ Bernoulli(p)
if k then
9n+1 = (9,
n=n+1
end if
end while

La dispersion de Q(¢'|0) tiene que ser ajustada correctamente. Si es demasiado
pequena las muestras estardn muy correlacionadas y no seran muestras indepen-
dientes. Si es muy grande el indice de rechazo sera también demasiado grande. Sin
embargo algoritmos como el algoritmo Hamiltoniano de Monte Carlo (HMC) propo-
nen otros métodos para obtener 6’ de manera que minimizan el niimero de muestras
rechazadas. El algoritmo mas usado hoy en dia es el algoritmo No-U-Turn sampler
que es una mejora del HMC permitiendo que los hiperparametros del algoritmo se
ajusten automaéaticamente en vez de tener que ajustarlos de manera manual.

4.4.2. Inferencia variacional

Los métodos MCMC son los mejores para obtener una muestra exacta de la
distribucién a posteriori. Sin embargo la falta de capacidad de para adaptarse a
modelos mas grandes ha hecho que no sean tan populares en los algoritmos de
redes neuronales bayesianas. La inferencia variacional, que si es capaz de adaptarse
a redes mas complejas mejor que los algoritmos de MCMC, ha ganado una mayor
popularidad.

La inferencia variacional no es un método exacto. En vez de tomar muestras
exactas de la distribucion a posteriori, la idea es tener una distribucion ¢(0; ¢),
llamada la distribucién variacional, parametrizada por un conjunto de paradmetros
¢. Los valores de ¢ son elegidos para que ¢(0; ¢) sea lo mas parecida a la distribucion a
posteriori exacta p(f]| D) que sea posible. Para medir cuanto se parece la distribucion
q a la distribucion p generalmente se usa una medida de cercania llamada divergencia
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Kullback-Leibler (divergencia-KL) que se define de la siguiente manera:

Dra(a(Gs)Ip610) = [ a(6:) o (45151 ) . (49)

En la ecuacion 4.9 todavia aparece el término p(f|D). Para evitar que aparezca,

de la formula anterior se puede derivar otra ecuacion llamada ELBO (evidence lower
bound):

[at6s) 106 (2028 ) = tou(p(D) - Dualat lpOID).  (2.10)

Notese que en esta ecuacion el término log(p(D)) es constante al solo depender de la
distribucion a priori. Debido a esto minimizar la divergencia-KL, Dk (q(0; ¢)||p(0|D)),
es equivalente a maximizar la parte izquierda de la ecuacion, el ELBO.

Los pardmetros ¢ son aprendidos mediante inferencia variacional estocastica
(SVI) que es de hecho descenso de gradiente estocastico sobre el ELBO para en-
contrar unos valores de ¢ que lo maximicen. Esto permite a la inferencia variacional
adaptarse a conjuntos de datos mayores ya que no hace falta calcular el ELBO te-
niendo en cuenta todos los datos en cada iteracion del entrenamiento sino que en
cada iteracion se optimiza teniendo en cuenta un subconjunto. Esto permite opti-
mizar en épocas con lotes de datos lo que supone una ventaja para el rendimiento.
Atun asi hay que tener en cuenta que este proceso solo es para crear una distribucion
¢ que aproxima la distribuciéon a posteriori y de la cual es més facil muestrear, pero
el muestreo todavia es necesario hacerlo
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Ventajas del paradigma bayesiano

Una de las ventajas de las redes neuronales bayesianas es que otro tipo de mo-
delos como las redes neuronales clasicas o los conjuntos de redes se pueden reinter-
pretar como redes neuronales bayesianas. En concreto, las redes neuronales clasicas
se pueden interpretar como una red bayesiana cuya distribucién a posteriori de los
pesos p(0|D) = d(x = 6*). La funcion 4§ es la funcion delta de Dirac que representa
una distribucién donde toda la masa estd concentrada en un punto, en este caso
en 0* = argmazgp(f|D). Por tanto, para cualquier x # 6* el valor de la funciéon
delta de Dirac es 0. Es decir, una red neuronal clasica es en el fondo una red neu-
ronal bayesiana donde se supone que el tnico valor posible de 6 es 6* y por tanto,
p(0*|D) = 1.

Cuando la distribucion real a posteriori de los pesos dados los datos de entrena-
miento es una distribucién con un tinico maximo y toda la masa de la distribuciéon
estd proxima y en torno a ese maximo, una red neuronal clésica se comportara de
una manera similar a una red neuronal bayesiana. En cambio, cuando la distribuciéon
a posteriori no es como la descrita, aproximaciones muy gruesas como una distri-
bucién gaussiana ya son preferibles al uso de 6(x = 6*) como aproximacion de la
distribucion a posteriori p(6|D). En realidad, como ya dijimos al introducir el teore-
ma de Bayes, la distribucion a posteriori p(6|D, M) donde M refleja la estructura de
una red neuronal moderna, es muy compleja y de alta dimensionalidad ademés de
altamente no convexa, lo que significa que tiene muchos maximos locales y muchas
irregularidades. Esto es consecuencia de que en las redes neuronales modernas la
verosimilitud p(D|f) no favorece ninguna configuracion concreta de ; dicho de otra
manera, hay muchas configuraciones de 6 que dan soporte a los datos de entrena-
miento. Como consecuencia de ello la distribucién presenta varias zonas de atraccion
con una alta densidad de masa. Intuitivamente, esto quiere decir que hay muchos
valores de # que son capaces de adaptarse a los datos de entrenamiento gracias a
la flexibilidad de la red neuronal. Esta es la situacion donde mejores resultados da
la marginalizacion y en general el paradigma bayesiano, ya que significard que ten-
dremos muchas configuraciones diferentes de parametros con buen rendimiento que
podremos combinar para obtener resultados més precisos que con redes neuronales
clasicas ademas de calcular de manera mas precisa la incertidumbre de la prediccion.

En esta seccion explicaremos el concepto de incertidumbre en el aprendizaje

17
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automatico y qué ventajas presentan las redes bayesianas a la hora de aproximar
esta incertidumbre. También haremos una comparacion entre los conjuntos de mo-
delos y la redes bayesianas determinando en qué aspectos se parecen y en cuéles
se diferencian. También explicaremos el problema del doble descenso y céomo cier-
tos algoritmos bayesianos parecen mitigarlo por completo o al menos reducirlo. Por
altimo discutiremos un poco maés sobre la distribuciéon a posteriori.

5.1. Incertidumbre

La incertidumbre es un concepto estrechamente relacionado con el teorema de
Bayes y su interpretaciéon bayesiana. Deciamos que la interpretacion bayesiana del
teorema de Bayes tiene que ver con como de seguros estamos de que un suceso ocu-
rra, y no con el limite en el infinito de la frecuencia. En el contexto del aprendizaje
automatico la incertidumbre reflejaré lo seguro que esta el modelo de que su predic-
ciéon sea correcta. La incertidumbre en una prediccion implica que la informacion de
la que disponemos es imperfecta o incompleta.

En el aprendizaje automatico es importante tener una medida de coémo de seguro
esta el modelo de cada prediccion que hace, es decir, una medida de incertidumbre.
En concreto, la salida de una red neuronal dada una entrada no solo deberia ser la
prediccion para la entrada sino ademas un valor de la incertidumbre de la prediccion.
Una buena estimacion de la incertidumbre es particularmente importante en ciertas
aplicaciones donde las predicciones incorrectas pueden tener consecuencias graves.
Un ejemplo de esto es el clasificador que determina si un correo es o no spam, donde
es crucial no clasificar erréneamente correos legitimos como spam.

Existen dos tipos de incertidumbre que afectan a los modelos de aprendizaje
automatico: la incertidumbre epistémica y la incertidumbre aleatoria. Imaginemos
la siguiente sucesion 1, 2,4, 8, ... ;jCuél es el siguiente niimero en la sucesion? La falta
de informacion acerca de la regla que genera la sucesion mantiene una incertidumbre
epistémica acerca del siguiente niimero. Podriamos asumir que el siguiente niimero
sera 16, ya que la sucesion parece ser las potencias de dos, pero también podriamos
considerar que el siguiente niimero es 10, si asumimos que la sucesion son los niimeros
positivos palindromos en base 3. La incapacidad de saber con certeza cuél es el
siguiente ntimero en la sucesion se debe a la presencia de incertidumbre epistémica.
Cuantos méas nimeros sepamos de la sucesiéon mas se reducira la incertidumbre
epistémica sobre cuél es el siguiente nimero pero la incertidumbre epistémica nunca
puede reducirse del todo a no ser que tengamos todos los infinitos valores o la regla
de la sucesion.

La incertidumbre epistémica en un modelo surge de tener un nimero de datos
de entrenamiento finito. La incertidumbre epistémica es reducible con nuevos datos
de entrenamiento que revelen una nueva caracteristica sobre la funciéon que se es-
ta intentando aproximar al igual que con la sucesiéon de ntimeros. Las predicciones
hechas sobre entradas muy alejadas de los datos de entrenamiento tendran una incer-
tidumbre epistémica mas alta que aquellas predicciones que se hagan sobre entradas
cercanas a los datos de entrenamiento. En la Figura 5.1 se puede observar como en
los extremos donde no existen datos de entrenamientos el intervalo de confianza del
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99 % es decir, la zona donde hay un 99 % de probabilidad de que una prediccion sea
correcta se ensancha. Esto es debido a la incertidumbre epistemologica, nos faltan
datos en esa region para poder hacer mejores predicciones.

Media e intervalo de confianza del 99%

-1.0 -0.5 0.0 0.5 1.0
X

Figura 5.1: Regresion de un conjunto de datos. La funcién predicha es la linea azul
oscuro. La region en azul claro muestra donde esta el intervalo de confianza del 99 %.
Las cruces son los datos de entrenamiento.

La incertidumbre aleatoria, por otro lado, no se puede reducir y es inherente
a la funciéon que se intenta aproximar. Surge de la aleatoriedad de los procesos en
la vida real y de la imperfeccion en la mediciones, es la incertidumbre que surge
de informaciéon imperfecta. Matematicamente se puede caracterizar anadiendo a la
funcién que intentamos aproximar un factor de ruido

f'(x) = f(z) + e(x), (5.1)

donde €(z) es una variable aleatoria que representa la incertidumbre aleatoria de la
funcién f que intentamos aproximar. En la Figura 5.1 se observa como los datos
de entrenamiento no encajan perfectamente con la funciéon de regresion sino que los
puntos se encuentran algo por encima o algo por debajo. La incertidumbre total del
modelo sera la suma de la incertidumbre epistémica y la incertidumbre aleatoria.
Las redes neuronales no bayesianas tienden a sobrestimar como de buenas son
sus predicciones, es decir, tienden a dar incertidumbres méas bajas de lo que se
esperaria viendo la precision del modelo y por tanto son demasiado confiadas en
sus predicciones. Esto surge de aproximar la distribuciéon a posteriori p(6|D) con
d(x = 0*) y como consecuencia suponer implicitamente que p(6*|D) = 1. De esta
manera ignoran la incertidumbre epistémica de no tener todos los datos para poder
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distinguir con seguridad los pesos correctos. Seleccionando solo unos pesos se pierde
la incertidumbre cuando otros pesos con probabilidad parecida estan en desacuerdo
con la salida de los pesos seleccionados para una cierta entrada.

La marginalizacion llevada a cabo por la redes neuronales permite dar una mejor
aproximacion de la incertidumbre de la prediccion. La incertidumbre epistémica se
puede calcular como la dispersion de la distribucion de la prediccion. Tiene sentido
hacerlo de esta manera porque, como hemos dicho, la incertidumbre epistémica sobre
una entrada de prueba cercana a los datos de entrenamiento deberia ser pequena; en
cambio, cuando la entrada se aleja de los datos de entrenamiento la incertidumbre
epistémica crece. Esto ocurre con la dispersion de la distribucion de la prediccion.
Cuando la entrada es cercana a los datos de entrenamiento la dispersion de las pre-
dicciones es pequena porque los pesos que tienen una mayor probabilidad de ser
correctos coinciden en su resultado; justamente porque coinciden en los datos de
entrenamiento, son los que tienen més probabilidad de ser correctos pero también
coinciden para entradas cercanas a los datos de entrenamiento. En cambio la dis-
persion para entradas cada vez mas lejanas a los datos de entrenamiento es también
cada vez mayor ya que hay varias hipotesis para los pesos que son consistentes con
los datos de entrenamiento y las diferentes hipotesis significan diferentes predicciones
para la misma entrada. Esta mejor aproximacion de la incertidumbre trae consigo
una ventaja frente a las redes neuronales clésicas, y es que cuando se le da una en-
trada muy lejana a los datos de entrenamiento, la red neuronal bayesiana respondera
con una incertidumbre muy alta en vez de dar una predicciéon casi a ciegas como
hacen las redes clasicas. Esto permite que las redes neuronales bayesianas puedan
entrenarse con conjuntos de datos pequenos sin que sufran sobreajuste.

La forma natural por tanto de calcular la incertidumbre de una predicciéon g es
calcular la varianza de los resultados y; = Q(f(z;6;)) de distintas ejecuciones de la
red con una misma entrada pero con las diferentes configuraciones de parametros:

1 X
Toen = N1 Z(yi -9 (5.2)

Cuando el problema es de clasificaciéon, en cambio, el resultado de hacer la media de
los modelos es una distribuciéon de la probabilidad de cada clase de la clasificacion,
que ya se puede considerar como una medida de incertidumbre. La prediccion final
es la clase con una mayor probabilidad:

N

R R 1

g = argmax;p; p; €Pp= N Zyz (5.3)
i=1

En este caso y; es un vector y por tanto el sumatorio es una suma de vectores. El
vector resultante de hacer la media es el vector p. La prediccion final es el indice del
valor méximo de p, i.e. la clase con una mayor probabilidad de ser la correcta. La
incertidumbre de la prediccion viene dada por p;.
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5.2. Bayes contra conjuntos de redes

Imaginemos que tenemos una moneda sesgada que cae de cara un 51 % de las
veces. Obviamente si tiramos la moneda una vez la probabilidad de que salga cara no
es mas que 0,51. Cuando tiramos la moneda n veces podemos calcular la probabilidad
de que salga cara exactamente k veces tal que asi:

p(k veces cara) = (Z) L (5.4)

donde p es la probabilidad de que salga cara, en este caso 0,51. Ahora, lo que nos
interesa es saber qué probabilidad hay de que la mayoria de tiradas sean cara cuando
tiro la moneda n veces. Como cada tiro de moneda es independiente la férmula es
la siguiente:

p(mayoria cara en n tiradas) = Z (Z) pP(1—p)"*. (5.5)
k=241

Lo interesante es que para n = 1000, a pesar de que el sesgo de la moneda sea solo
del 51 %, la probabilidad de que la mayoria sean cara es aproximadamente 0,73.

Imaginemos ahora que en vez de tener una moneda sesgada lo que tenemos son
1000 clasificadores independientes con una precision del 51 %. A pesar de que los
clasificadores que tenemos son muy malos a la hora de hacer una prediccion, si los
ponemos a votar cual es el resultado acertaremos en la prediccion aproximadamente
un 73 % de las veces. Esta es la idea que hay detras de los conjuntos de modelos:
combinar, a veces con ponderacion, las predicciones de varios modelos lo méas in-
dependientes posible para obtener mejores resultados. Vemos como los conjuntos
consiguen una mayor precision a costa de también necesitar una mayor capacidad
de cémputo.

En la préctica los modelos no son completamente independientes por lo que
no se puede usar el mismo razonamiento que con la moneda sesgada, pero se pue-
de considerar una aproximacion si la dependencia no es mucha. Para minimizar la
dependencia de los modelos se usan varias técnicas como bagging, que consiste en
entrenar cada modelo con un subconjunto de los datos de entrenamiento o boosting,
que consiste en intentar que cada modelo mejore las predicciones del modelo entre-
nado previamente ponderando los datos de entrenamiento tal que los datos que se
predicen de manera incorrecta tienen mas peso en el modelo siguiente.

Ya hemos visto como en la préctica la marginalizacién consiste en la ponderacion
de modelos con diferentes hipotesis para los pesos, y como esto se puede entender
como un conjunto de redes. Sin embargo, también los conjuntos se pueden interpretar
desde el punto de vista bayesiano como haciamos con la redes neuronales cléasicas.
Por ejemplo, deciamos que en los conjuntos es importante que los modelos sean
lo mas independientes posible para que la combinaciéon sea enriquecedora. Esto se
puede interpretar como la necesidad en las redes neuronales bayesianas de que las
diferentes configuraciones de los pesos tengan diversidad funcional, es decir, reflejen
hipotesis diferentes de los pesos que dan lugar a funciones diferentes, y no hipotesis
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parecidas que dan lugar a funciones parecidas y por tanto no aportan casi a la
ponderacion bayesiana de modelos.

Sin embargo existe una diferencia fundamental entre la redes neuronales baye-
sianas y algunas formas de conjuntos. El paradigma bayesiano asume que solo una
hipétesis para los parametros es correcta pero como no tiene datos suficientes para
distinguir cuél es hace una ponderacion de las configuraciones mas probables. Segtin
vamos observando mas datos, la distribuciéon a posteriori va colapsando en torno a
un unico valor para los parametros, una tnica hipotesis. Si la realidad de los datos
es que son una combinaciéon de diferentes hipotesis, entonces la red bayesiana pue-
de empeorar su rendimiento segin se van observando mas datos. En este contexto,
conjuntos que funcionen enriqueciendo el espacio de hipotesis no colapsarian de la
misma manera que la marginalizacion y por tanto podrian dar mejor resultado que
las redes bayesianas.

5.2.1. MultiSWAG

La mayoria de los métodos bayesianos de aprendizaje profundo consisten en
aproximar la distribucién a posteriori sobre los pesos # en una tnica regiéon de alta
densidad, lo que limita la diversidad funcional en comparaciéon con los conjuntos
que exploran soluciones en diferentes regiones de alta densidad de la distribucion a
posteriori. Debido a esto los conjuntos logran una mejor aproximacion de la margi-
nalizacién que muchos algoritmos bayesianos. En Wilson et al. (2022) se propone un
nuevo algoritmo llamado MultiSWAG que fusiona la idea de los conjuntos con los
algoritmos bayesianos. MultiSWAG combina miiltiples aproximaciones gaussianas
entrenadas de manera independiente centradas en diferentes maximos con alta den-
sidad en la distribucién a posteriori. El algoritmo 1 que hemos visto donde se toman
muestras de la distribucién a posteriori para aproximar la distribucién de predic-
cion p(y|z, D) ~ + Zi]ilp(ma:, 0;) es el método de Montecarlo! para aproximar la
integral de la ecuacion 4.2.

Wilson et al. (2022) argumenta que el paradigma bayesiano va mas alla de apro-
ximaciones Montecarlo. MultiSWAG es un ejemplo de esto. En vez de muestrear de
p(0]D) mediante MCMC o inferencia variacional, aproxima p(6|D) mediante un con-
junto de distribuciones normales, que pondera y son las que usa para muestrear 6.
MultiSWAG lleva los conjuntos y los algoritmos bayesianos un paso mas alla porque
no consiste en un conjunto de redes que usan optimizacion sino que es un conjunto
de aproximaciones gaussianas de las distribucion a posteriori que ya de por si es una
algoritmo bayesiano. De esta manera segiin Wilson et al. (2022) MultiSWAG gene-
raliza mejor que los algoritmos Montecarlo basados en muestrear de la distribucion
a posteriori directamente.

5.3. Doble descenso

El efecto del doble descenso estudiado por primera vez por Opper et al. (1990)
describe el descenso, ascenso y finalmente un segundo descenso del error de gene-

!No se debe confundir con el método MCMC para calcular la distribuciéon a posteriori.
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ralizacion de un modelo segiin aumenta su flexibilidad. El primer descenso junto
con el primer ascenso se llama régimen clésico: modelos con mayor flexibilidad son
capaces de capturar mejor la realidad de los datos hasta que empiezan a ajustar-
se demasiado y aumenta el error de generalizacion, lo que llamamos sobre-ajuste.
Al segundo descenso en el error de la generalizacion se le llama régimen de inter-
polacién moderno. Las causas del régimen de interpolaciéon no se conocen y es un
comportamiento misterioso dentro del aprendizaje automatico.

Desde nuestra perspectiva probabilistica de la generalizacion presentada en la
introduccién, un modelo que generaliza bien no deberia sufrir doble descenso porque
el sesgo inductivo deberia priorizar hipotesis mas simples que expliquen los datos
antes que hipoétesis que resulten en funciones muy complejas que tienden a provocar
sobreajuste. Esto es lo que ocurre con los conjuntos y sobre todo con algoritmos
bayesianos que usan varias zonas de alta densidad en la distribucién a posteriori
como MultiSWAG y que parten de una correcta distribucion a priori. Es decir, estos
modelos no sufren sobreajuste aun cuando sean altamente flexibles.

En Wilson et al. (2022) se comprueba esto midiendo el error y la probabilidad
logaritmica negativa (negative log likelihood, NLL) en una red con una estructu-
ra ResNet-18 mientras aumenta su anchura. Comparan el resultado de entrenar la
red usando MultiSWAG, SWAG (algoritmo de aproximaciéon gaussiana en un uni-

co maximo) y con un algoritmo no bayesiano, en este caso descenso de gradiente
estocastico.

—@— SGD
@ SWAG
—@— MultiSWAG
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Figura 5.2: (a): Error en los casos de prueba y (b): pérdida NLL para una red
ResNet-18 aumentando su anchura usando el dataset CIFAR-100. (c): Error en los
casos de prueba y (d): pérdida NLL cuando un 20 % de las etiquetas son intercam-
biadas de manera aleatoria. Fuente: Wilson et al. (2022).

Lo primero que observamos es como la red entrenada con descenso de gradiente
(SGD) st que sufre doble descenso, sobre todo en NLL con datos corruptos. También
se puede observar como SWAG reduce el doble descenso pero sin terminar de miti-
garlo por completo. En cambio, MultiSWAG es capaz de acabar por completo con
el doble descenso. El rendimiento de MultiSWAG aumenta siempre con el tamano
del modelo incluso con datos significativamente corruptos.

Esto muestra la importancia de hacer una marginalizaciéon multimodal. SWAG
que es unimodal sufre doble descenso con un 20% de datos corruptos mientras
MultiSWAG no lo hace. Wilson et al. (2022) también mide como el doble descenso
se alivia cada vez més con el aumento de modelos SWAG entrenados de manera
independiente alividndolo por completo en torno a los diez modelos.
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5.4. Temperatura de la distribucién a posteriori

La distribucion a posteriori se puede pensar como la verosimilitud p(D|6) mul-
tiplicada por la distribucion a priori p(f) normalizado por una constante Z tal que
asi:

p(OID) = Zp(DIO)(6), (5.6

pero en el ambito de las redes neuronales bayesianas es tipico usar una distribuciéon
a posteriori atemperada:

1
0|D) = ———p(D|0)"/"p(). 5.7
p(01D) = Zz0(DI0) "3(0) 5.7
El valor T' es un parametro de temperatura y Z(T') es una funcion que indica cuél
es el factor de normalizacion para la temperatura T'. La temperatura controla como
la verosimilitud y la distribucién a priori interacttian para formar una distribucion
a priori:

= 7" < 1 corresponde a una distribucion a posteriori fria. En este caso el expo-
nente 1/7 es mayor a uno y por tanto se le da mas peso a los parametros
con una verosimilitud mas alta. Esto significa que la distribucion esta mas
concentrada en torno a las soluciones con una mayor verosimilitud.

= T'=1 corresponde a la distribucién a posteriori estdndar.

= 7" > 1 corresponde a una distribucion a posteriori caliente. En este caso el
exponente de la verosimilitud es menor a uno y por tanto pierde peso. Esto
significa que la distribucion esta méas dispersa y su colapso en los puntos con
mayor verosimilitud es mas lento.

A atemperar la distribucion a posteriori se le llama Bayes seguro.

Se ha visto que las redes bayesianas que mejor generalizan suelen usar una dis-
tribucion a posteriori fria. En general, estas redes con una distribucion a posteriori
fria superan los resultados de redes neuronales clasicas entrenadas con optimizacion,
mientras que redes bayesianas con 7' = 1 pueden dar peores resultados incluso que
las clésicas. Notese que esto solo significa que el error de generalizaciéon puede ser
algo menor en una red no bayesiana, pero esta red seguira teniendo problemas en el
calculo de la incertidumbre que la red bayesiana no tendra.

Puede ser desesperanzador que para 7' = 1 el paradigma bayesiano no dé tan
buenos resultados como los que se podrian esperar. Incluso podria ser sorprendente
como una distribucién a posteriori fria, que da mas peso a la configuracion de para-
metros con mayor verosimilitud y se lo quita a las configuraciones mas improbables,
acercandose a lo que hace una red neuronal clasica, sea lo que mejor generaliza.
Pero encontrarse con que usar 7" < 1 ayuda a la red neuronal bayesiana no es ni
desesperanzador, ni sorprendente.

Las redes neuronales bayesianas son modelos que no estan del todo bien espe-
cificados. La distribucién a posteriori se forma a partir de un conjunto de datos y
una combinacién de creencias sobre el problema que se estéd tratando, materializan-
dose en la distribucion a priori de los pardmetros y la estructura de la red utilizada.
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Asumir que con esto el problema que queremos modelizar queda bien especificado
es generalmente un error. Concretamente, en general la distribucion a priori usa-
da tiende a dar mucho més peso del deseado a soluciones que no concuerdan con
los datos de entrenamiento. La forma de reflejar la creencia de que el modelo no
esta bien especificado es atemperando la distribucién a posteriori. De esta manera
una distribucion a posteriori fria estd mas en linea con nuestras creencias sobre la
solucién que una distribucién sin atemperar.






Capitulo

Comparacion de la incertidumbre en un
caso practico

Hemos visto como una de las principales ventajas de las redes neuronales baye-
sianas es tener una forma natural de calcular la incertidumbre de una prediccion.
Mientras que una red neuronal basada en optimizacion sera evaluada nada més que
con una configuracion de parametros, la red bayesiana sera evaluada en un nime-
ro de diferentes configuraciones muestreadas de la distribucion a posteriori. Si las
diferentes muestras no presentan grandes diferencias funcionales no habra grandes
diferencias con la red clasica. Sin embargo, si las muestras presentan diversidad fun-
cional entre ellas no solo es posible que la red sea més precisa en las predicciones,
sino que la incertidumbre de la prediccion se podré obtener calculando la dispersion
de las diferentes predicciones.

Para comprobar que lo anterior se cumple hemos planteado un pequeno experi-
mento. El objetivo es observar como se comporta la incertidumbre de las predicciones
de una red neuronal bayesiana en comparaciéon con una red no bayesiana. Para esto
hemos usado MNIST, una base de datos con iméagenes de tamano 28x28 en blanco y
negro de los digitos del cero al nueve. La idea del experimento es entrenar dos redes
neuronales, una bayesiana y una no bayesiana, con todos los digitos del cero al ocho
pero sin ensenarles durante la fase de entrenamiento una imagen del digito nueve.
Por dltimo comparamos como se comportan ambas redes neuronales cuando inten-
tan predecir el digito de una imagen que corresponde al digito nueve. En concreto
queremos comprobar si la incertidumbre de la prediccion en la red bayesiana es més
realista que la incertidumbre dada por la red no bayesiana, que como hemos visto,
suele estar demasiado segura de sus predicciones y por tanto tiende a dar valores de
incertidumbre por debajo de la incertidumbre real.

6.1. Detalles sobre la implementacion

La red bayesiana la hemos implementado usando la libreria NumPyro (NumPyro
(2019b)) para Python que nos permite hacer programacion probabilistica gracias a
que nos ofrece distribuciones ya implementadas y métodos de inferencia. Estas dos

27
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funcionalidades son las que necesitamos para implementar nuestra red bayesiana.

El modelo cuenta con tres capas: el vector de entrada que tiene un tamano de
784, una capa oculta de 50 nodos y el vector de salida que tiene tamano 10. El vector
de salida se transforma en una distribucion categorica. Finalmente se calcula una
muestra de esta distribucion y el resultado es la salida final del modelo. Esto permi-
te que el modelo genere diferentes predicciones incluso cuando la configuracion de
parametros es la misma. Para terminar de especificar el modelo nos falta establecer
la distribuciéon a priori de los parametros. Para esto hemos usado una distribucion
normal centrada en el cero y con la varianza igual a uno, que como hemos visto
es la distribucion a priori méas usada si no se quieren anadir restricciones extra.
Recordemos que ademas es equivalente a la regularizacion de pardmetros [5.

Para muestrear de la distribucién a posteriori hemos usado el método de Monte-
carlo basado en cadenas de Markov. Este método requiere un periodo de calentamien-
to antes de converger y poder muestrear de la distribucion deseada. El experimento
lo hemos hecho con 1100 muestras, 100 de calentamiento y las otras 1000 son las
muestras de la distribucion a posteriori de nuestra red. Esto significa que para cada
imagen de los datos de prueba vamos a tener 1000 predicciones. Como se trata de
un problema de clasificacion el digito mas repetido entre las 1000 predicciones sera
la prediccion final para esa imagen. La incertidumbre seré la frecuencia relativa de
ese digito entre las 1000 predicciones.

Por otra parte, para la implementacién de la red neuronal clasica hemos usado
la libreria PyTorch. La estructura es la misma a la de la red bayesiana, las mismas
tres capas y del mismo tamano. La tltima capa se transforma en una distribucion
categorica igual que la red bayesiana, pero no se calcula una muestra sino que el
indice del valor més alto sera la prediccion de la red y dicho valor la certidumbre de
la predicciéon. La optimizacion de parametros se ha llevado a cabo en 20 épocas con
lotes de 64 iméagenes utilizando descenso de gradiente estocastico (SGD).

La estructura de la red elegida es bastante simple pero como veremos en los
resultados es lo suficientemente compleja para resolver el problema de clasificacion
que se le presenta. La eleccion de la estructura de la red ha estado muy condicionada
al algoritmo utilizado para calcular la distribucién a posteriori en la red bayesiana,
ya que como veremos en los resultados incluso con una estructura de red tan simple
le ha llevado un 96170 % mas de tiempo de ejecucion que a la optimizacion.

6.2. Resultados

Aunque el objetivo del experimento no sea comparar la precision de las dos redes
es interesante senalar que la red bayesiana ha dado unos resultados ligeramente
superiores en las imagenes de prueba. Mientras que la red no bayesiana tuvo una
precision del 86, 56 %, la red bayesiana tuvo una precision del 87,76 %. Teniendo en
cuenta que aproximadamente una décima parte de las imagenes con las que fueron
probadas eran del digito nueve, que no vio ninguna durante el entrenamiento, ambas
redes tuvieron una precision bastante alta. Concretamente, en la figura 6.1 podemos
ver como ambas redes se comportan de manera muy similar en las predicciones. En
ambas el digito uno es el que mejor reconocen y el cinco el que peor. Ademéas ambas
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tienden a confundir el digito nueve con el cuatro y el siete. Quiza la tinica diferencia
significativa es que la red bayesiana confunde el nueve significativamente mas con el
cuatro de lo que lo hace la red no bayesiana que lo confunde més con otros digitos
como el tres o el cinco.

Matriz de confusién SGD Matriz de confusion MCMC o

r 0.6

Expected Label
Expected Label

ro0.4

0.0

Predicted Label Predicted Label

Figura 6.1: Matrices de confusiéon en mapa de colores. A la izquierda la corres-
pondiente a la red entrenada con SGD. A la derecha la correspondiente a la red
bayesiana.

Sin embargo donde si se contemplan grandes diferencias es en la incertidumbre
que presentan sobre las diferentes predicciones que hacen. En la figura 6.2 presenta-
mos la distribucion de la incertidumbre en cuatro casos diferentes. La primera ima-
gen compara la incertidumbre de todas las predicciones de ambas redes; la segunda
solo tiene en cuenta las predicciones en las que la red acierta; la tercera presenta la
incertidumbre de las predicciones que no coincidieron con el digito de la imagen y
por tltimo estudiamos qué ocurre con la incertidumbre cuando a la red se le ensena
una imagen de un digito que no se le ha ensenado durante el entrenamiento, en este
caso el digito nueve.

Incertidumbre de las predicciones Incertidumbre de predicciones correctas Incertidumbre de predicciones incorrectas Incertidumbre del digito nueve

50 SGD SGD SGD SGD
McMC 60 McMc 4.0 McMC McMC

Density
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Figura 6.2: Distribuciones de la certidumbre. De izquierda a derecha: certidumbre de
todas las clasificaciones, certidumbre de solo clasificaciones correctas, certidumbre
de solo clasificaciones incorrectas, certidumbre de clasificaciones del digito nueve.

Observamos como en las predicciones correctas ambas redes tienen una certi-
dumbre muy alta, siendo practicamente del 100 % en casi todas las imégenes co-
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rrectamente clasificas. Comparando las dos redes se puede ver que la red bayesiana
no tiene tantas certidumbres del 100 % como la red no bayesiana. Sin embargo, atin
asi a la mayorfa de las imagenes que clasifica correctamente les asigna esta certi-
dumbre. Se podria decir que la red bayesiana duda algo més que la no bayesiana en
sus predicciones correctas pero nada demasiado significativo. Que la certidumbre de
las clasificaciones hechas correctamente sean altas por si solo no nos aporta mucho
sobre como de bien aproxima la certidumbre el modelo, de hecho para estudiar co-
mo de precisa es la certidumbre que presenta un modelo es mas interesante ver qué
certidumbre da en los casos en los que se equivoca en la clasificacion.

Es en la certidumbre que nos dan ambas redes cuando clasifican incorrectamente
una imagen donde se ve la mayor diferencia entre ambos modelos. Como habiamos
dicho en la seccion dedicada a la incertidumbre, la red no bayesiana al entrenarse
optimizando parametros esta demasiado segura de sus predicciones y por tanto no es
capaz de detectar entradas con alta incertidumbre, o bien porque dicha entrada tiene
mucha incertidumbre aleatoria, o bien porque tiene mucha incertidumbre epistémica,
o ambas. El caso de la incertidumbre epistémica alta es el que estudiamos cuando
intenta clasificar el digito nueve que no ha visto en el entrenamiento. La optimizacion
de pardmetros es equivalente a aproximar la distribucion a posteriori p(0|D) ~ 6(x =
0*). Esto se puede interpretar como estar seguro de que los parametros correctos
son los calculados en la optimizacién y no otros. La falsa seguridad en tener los
parametros correctos se traduce en una falsa seguridad en todas las predicciones del
modelo.

Por otro lado frente a esto contrasta la distribuciéon de la certidumbre dada por
la red bayesiana. Podemos observar en la tercera y cuarta imégenes de la figura 6.2
que la red bayesiana presenta una certidumbre razonable cuando se equivoca en la
prediccion. Es importante darse cuenta de que la certidumbre que da la red bayesiana
no es siempre baja. Cuando la prediccién es correcta tiende a dar certidumbres altas
lo que significa que es capaz de detectar entradas con alta incertidumbre y dudar
en esos casos de su propia predicciéon, pero no dudar cuando la incertidumbre de la
entrada es baja.

Estos son los resultados usando una red muy simple con tnicamente una capa
oculta de 50 nodos. Sin embargo la red bayesiana con esta estructura tan simple
tardé en muestrear 1100 parametrizaciones 22142 segundos, lo que corresponde a
6 horas y 9 minutos. Puede no parecer mucho pero si tenemos en cuenta que la
optimizacion en la red no bayesiana llevo 23 segundos significa que la red bayesiana
tard6 un 96170 % maés que la red no bayesiana. Definitivamente el algoritmo MCMC
presenta un incremento en el tiempo de entrenamiento inasumible para redes con
muchos més parametros y cabria estudiar cémo otros algoritmos tienen diferentes
rendimientos a la hora de muestrear de la distribuciéon a posteriori. Sin embargo, ese
no es el objetivo de este trabajo.



Capitulo

Conclusiones y Trabajo Futuro

El paradigma bayesiano es uno de los més prometedores en el campo del apren-
dizaje automatico debido a las ventajas que presenta frente a algoritmos clasicos
basados en optimizacion de parametros. Las principales ventajas son: una forma
natural de medir la incertidumbre de las predicciones hechas por el modelo y la
capacidad de los algoritmos bayesianos de evitar el sobre ajuste incluso en modelos
extremadamente flexibles. Estas dos caracteristicas surgen de tener en cuenta varias
configuraciones de parametros que resultan en diferentes funciones en la red con
la capacidad de ajustarse a los datos de entrenamiento. La incertidumbre de una
prediccion surge de calcular la dispersion del resultado de estas funciones evaluadas
en la entrada de esa prediccion. Por otro lado se evita el sobre-ajuste al ponderar las
diferentes predicciones para una entrada resultantes de las diferentes configuraciones
de parametros usados. En definitiva, el paradigma bayesiano se puede resumir en la
ecuacion 4.2. Sin embargo la principal desventaja es el alto coste de entrenamiento
que requiere para calcular la distribucion a posteriori. Un futuro trabajo podria ser
el comparar los rendimientos de distintos algoritmos para calcular la distribucion a
posteriori u otros algoritmos bayesianos como MultiSWAG.

En este trabajo hemos presentado varias formas de aproximar los resultados de
la ecuacion 4.2 debido a que no es realista calcular la distribucién de predicciones
p(y|x, D) de manera exacta. Hemos visto el método de Montecarlo donde se coge
un conjunto de muestras de la distribucién a posteriori y se hace la media para
calcular la prediccion final. También hemos mencionado un algoritmo, MultiSWAG,
que combina diferentes aproximaciones gaussianas en torno a los puntos de mayor
probabilidad. Por dltimo hemos hecho un pequeno experimento para probar en la
practica estos conceptos y hemos podido observar el beneficio sobre la incertidum-
bre incluso en redes muy simples donde es posible que no existan tantas zonas de
alta densidad en la distribuciéon a posteriori como en redes neuronales altamente
complejas.
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Introduction

Machine learning is a branch of artificial intelligence that studies the methods
by which a computer can learn by using training data. The goal is to approximate
a function f(x) that we do not know, but for which we have training data, usually a
large amount of it and of the form (x;, f(z;)). The function f may correspond to a
classification problem or to a regression problem. It will be a classification problem
when the output can only take a finite number of values, for example, the function
able to distinguish whether an image is a cat or not. A regression problem is one in
which we try to predict a numerical value, for example the price of a house.

In order to approximate f we start from a set of functions {g(x;#)}. This set will
be our model, where @ is a vector corresponding to the parameters of these functions.
For example, suppose the model M = {g(z;6)} such that g(x;0) = wy + w;ix; in
this case § = (wp,w;) and depending on the values we give to 6 we will have one
or another function g(x). Finally, there are algorithms such as gradient descent
that are able to find a value for the parameters 6* such that g(x;0*) approximates
the objective function f. This process of finding the appropriate values for the
parameters is what we mean when we say that the computer learns. Learning the
problem is usually posed as an optimization problem where we try to reduce the
difference between the predictions given by the approximate function g and the
objective function f. Later we will see that the Bayesian paradigm is not interested
in optimization but in parameter marginalization. We will see what marginalization
is and the advantages of the computer learning in this way:.

Two properties can be defined about a machine learning model that help us
understand the behavior of the model: support and inductive bias (Wilson and
Izmailov, 2022). Continuing with the previous example, the model M is said to have
reduced support since it can only represent data sets that have a linear relationship,
i.e. no matter what values its parameters take, the model M will never be able to
represent data with quadratic or other types of relationships. The probability that
the model M generates, if we sample randomly, a data set with quadratic relationship
is 0. If p(D|M) is the probability that a dataset D is generated by the model M,
we define the support of the model as the datasets D such that p(D|M) > 0.

We define the inductive bias as the support distribution given by p(D|M). Con-
tinuing with the example, the inductive bias will depend on how the parameters wy
and w; are chosen a priori. If wyg and w; are sampled from a uniform distribution,
then the induced distribution will also be uniform, but if wy and w; are samples
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from a normal distribution N(0,1) then it will be more likely to generate data with
a linear relationship with slope close to 0 and less likely to generate datasets with
linear relationship with a lot of slope.

7.1. Motivation

Wilson et al. (2022) suggest that these two properties, support and inductive
bias, from a probabilistic point of view are primarily what generalization ability
depends on, that is, the ability to do accurate and precise predictions on data not
previously seen during training. Ideally we want a model to be flexible so that it
supports any dataset no matter what type of relationship they have, or even be
able to adapt to data that do not follow any relationship. In addition, we want
the inductive bias to assign more probability to the hypothesis that we a priori
think the problem we are solving has, i.e., that the model quickly collapses around
the solution. An example of a model that represents the a priori hypothesis is the
convolutional structures used in neural networks for problems that have images as
input.

It should be noted that the flexibility of a model does not necessarily imply
that it tends to represent functions with high complexity. There are very flexible
models capable of supporting virtually any data set but which have an inductive bias
towards smooth and simple functions. An example of this is Gaussian processes
with an RBF kernel, a machine learning model that has been shown to be able
to represent random data while the functions represented a priori are not overly
complex. Traditionally, the metrics used to assess the generalization capability of a
model, generally similar to the support we defined above, have been one-dimensional
and thus have failed to provide a complete picture of generalization. We will reason
about Bayesian neural networks from the probabilistic point of view of generalization
using a two-dimensional metric that takes into account both support and inductive
bias.

As we have said before, learning from the Bayesian perspective is not an opti-
mization process but a marginalization process. Intuitively this means that, instead
of sticking with the optimal value of the parameters when making predictions, we
consider all possible values that the parameters can take and weight each set of val-
ues according to how good the predictions given by that set are, given the training
data. We will see that this approach has several advantages both in practice and
when reasoning about the model.

One of the main advantages of Bayesian methods is that they provide a natural
way to understand and quantify the uncertainty of neural networks and as a result
tend to be less confident in their predictions than classical neural networks, which
are inclined to overestimate how good their predictions are. They also allow them to
distinguish between epistemic uncertainty and the random uncertainty of the data.
This allows them to learn with a smaller number of training data without suffering
from over-fitting. Finally, in practice Bayesian neural networks have demonstrated
higher accuracy than classical neural networks on both sparsely corrupted data and
data with a high degree of perturbation and have been shown to reduce or even end
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the double descent problem as we will see below.

7.2. Objective

The aim of this thesis is to give an overview of Bayesian neural networks in a way
that a general audience with a minimum knowledge of mathematics and computer
science will be able to understand and to explain the ideas on which these models
are based and some details about their practical implementation. We also aim at
interpreting the classical models using Bayesian optimization and to present the
advantages that Bayesian networks have over non-Bayesian ones. Finally, we test
these ideas in a small experiment.






Conclusions and Future Work

The Bayesian paradigm is one of the most promising in the field of machine
learning due to its advantages over point estimate algorithms based on parameter
optimization. The main advantages are: a natural way to measure the uncertainty
of predictions made by the model and the ability of Bayesian algorithms to avoid
overfitting even in extremely flexible models. These two features arise from taking
into account various parameter configurations that result in different functions in
the network with the ability to fit the training data. The uncertainty of a prediction
arises from calculating the dispersion of the result of these evaluated functions in the
input of that prediction. On the other hand, over-fitting is avoided by weighting the
different predictions for an input resulting from the different parameter settings used.
In short, the Bayesian paradigm can be summarized in the equation 4.2. However,
the main disadvantage is the high training cost required to compute the posterior
distribution. A future work could be to compare the performances of different
algorithms to compute the a posteriori distribution or other Bayesian algorithms
such as MultiSWAG.

In this thesis we have presented several ways to approximate the results of the
equation 4.2 because it is unrealistic to compute the prediction distribution p(y|z, D)
exactly. We have seen the Monte Carlo method where a set of samples is taken
from the posterior distribution and averaged to compute the final prediction. We
have also mention an algorithm, MultiSWAG, which combines different Gaussian
approximations around the points of highest probability. Finally we have done a
small experiment to test in practice these concepts and we have been able to observe
the benefit on uncertainty even in very simple networks where it is possible that there
are not as many high density areas in the posterior distribution as in highly complex
neural networks.
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Apéndice

Visualizacion de la distribuciéon a
posteriorl
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Figura A.1: Distribuciéon de las muestras calculadas usando un algoritmo MCMC.

En el experimento del capitulo 6 vimos la incertidumbre que la red bayesiana pre-
sentaba tanto en las predicciones que hacia correctamente, como en las predicciones
que no hacia correctamente, como en predicciones con entradas con alta incerti-
dumbre epistémica. Vimos que la red bayesiana sabia cuando debia dudar de sus
predicciones, cosa que no sabia hacer la red entrenada con optimizacion. Explicamos
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que esto se debia a una mejor aproximacion en la distribuciéon a posteriori de los
parametros.

En este apéndice queremos mostrar graficamente la distribuciéon de parametros
final después de muestrear con un algoritmo MCMC la distribucién a posteriori.
En la figura A.1 podemos ver la distribucion de los nueve ultimos parametros de
la red. Podemos observar como la distribucion a priori ha conseguido que los pesos
estén todos entorno al cero y no demasiado dispersos aunque el entrenamiento ha
afectado a su forma. Como para cada parametro se calcularon 1000 muestras, las
graficas estan hechas con solo esas 1000 muestras y cabria esperar ligeros cambios
en el caso de haber calculado mas.



-5 Qué te parece desto, Sancho? — Dijo Don Quijote —
Bien podrdn los encantadores quitarme la ventura,
pero el esfuerzo y el dnimo, serd imposible.

Segunda parte del Ingenioso Caballero
Don Quijote de la Mancha
Miguel de Cervantes

—Buena estd — dijo Sancho —; firmela vuestra merced.
—No es menester firmarla — dijo Don Quijote—,
sino solamente poner mi ribrica.

Primera parte del Ingenioso Caballero
Don Quijote de la Mancha
Miguel de Cervantes
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